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นาง ศิริพร ศักดิ์บุญญารัตน์: การพัฒนาระบบแนะนํารายวิชาสําหรับรายวิชาออนไลน์แบบ
เปิดสู่มวลชนด้วยเทคนิคข้อมูลขนาดใหญ่ อาจารย์ที่ปรึกษาวิทยานิพนธ์หลัก : รองศาสตราจารย์ ดร. 
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ระบบคําแนะนําแบบดั้งเดิม  (Traditional recommendation techniques) ประสบ

ปัญหาในการขยายขนาด (Scale-out) ส่งผลให้ระบบคําแนะนํามีคุณภาพไม่ดีเท่าที่ควร ไม่สามารถ
รองรับกับข้อมูลที่มีขนาดใหญ่ โดยเฉพาะอย่างยิ่งเมื่อมีตัวเลือกให้เลือกมากมาย กลายเป็นเรื่องยาก
สําหรับผู้คนที่จะค้นหาสิ่งที่ต้องการหรือสิ่งที่พวกเขาสนใจ เช่นเดียวกับระบบคําแนะนํารายวิชาที่ต้อง
เผชิญกับปัญหาดังกล่าว ยิ่งไปกว่านั้นระบบแนะนํารายวิชามักจะอยู่ในสภาพแวดล้อมแบบปิดใช้งาน
แค่ในส่วนของตนเองเท่านั้น.  และระบบยังคงใช้เทคโนโลยีในการจัดเก็บข้อมูลและประมวลผลข้อมูล
แบบเดิมทําให้ไม่สามารถใช้งานได้จริงตามสถานการณ์ที่ข้อมูลมีการเปลี่ยนแปลงและเพิ่มขึ้นอย่าง
รวดเร็ว  เมื่อมุ่งเป้าไปที่ปัญหาดังกล่าวผู้วิจัยขอเสนอสถาปัตยกรรมตัวแบบระบบแนะนํารายวิชา
สําหรับสภาพแวดล้อม MOOCs ชื่อว่า MCR-CG ด้วยแพลตฟอร์มอาปาเช (Apache platform) 
สําหรับบริหารจัดการกับข้อมูลขนาดใหญ่ และใช้โครงข่ายประสาทเทียมเชิงลึก (Deep Neural 
Network) ร่ ว ม กั บ  Long Short-Term Memory (LSTM) กั บ ก า ร ทํ า ง า น แ บ บ ค ลั ส เ ต
อริ่ง (Clustering) ที่ฝึกสอนด้วยวิธี fit-generator สําหรับการพัฒนาตัวแบบของระบบ MCR-CG ได้
นําไปทดสอบกับชุดข้อมูลจริงของ Harvard and MIT published the edX  ผลการทดสอบแสดงให้
เห็นว่าทั้งในขั้นตอนการฝึกสอนตัวแบบ (Model training) และขั้นตอนการทดสอบตัวแบบ (Model 
testing) ให้ผลความแม่นยําสูงถึง 75% และมีประสิทธิภาพเชิงเวลาในขั้นตอนการฝึกสอนตัวแบบ 
(model training) ที่ เ ร็ วกว่ าถึ ง  35% เมื่ อ เทียบกับการทํางานแบบไม่ ใช่คลัส เตอริ่ ง  (non-
clustering)  ยิ่งไปกว่านั้น MCR-CG สามารถรองรับการปรับขนาดของพื้นที่จัดเก็บข้อมูล (Storage) 
ในรูปแบบแนวนอน (Scale-out) และรองรับกับข้อมูลที่มีขนาดใหญ่ได้  
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บทคดัย่อภาษาอังกฤษ 
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Traditional recommendation techniques have difficulty scaling out, resulting 
in poor quality of the recommendation system. Can't support large data Especially 
when there are so many options to choose from. It becomes difficult for people to 
find what they want or what they are interested in and the course guidance system 
that faces such problems. Moreover, the course recommendation system is often in a 
disabled environment only on its own. And the system still uses the same technology 
to store and process the data, making it practically unusable in situations where the 
data changes and increases rapidly. when aiming at such problems The researchers 
propose a course guide system architecture for MOOCs environment called MCR-
CG  with an Apache platform for administration. deal with big data and use a deep 
neural network and Long Short-Term Memory (LSTM) to work with a trained cluster. 
fit-generator method for developing system models. MCR-CG was tested on real 
datasets from Harvard and MIT published the edX. The results showed that both the 
model training and the model testing steps were up to 75% accurate. and has a time 
efficiency in the model training process that is up to 35% faster compared to non-
clustering models. Moreover, the MCR-CG can support the scaling of storage in a 
horizontal format. (scale-out) and support large data. 
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บทที่ 1 
บทน า 

1.1 ที่มาและความส าคัญของปัญหา 

ศตวรรษที่ 21 ถือเป็นช่วงเวลาที่ท้าท้ายความสามารถของมนุษยชาติ เพราะเป็นยุคที่โลกต้อง
เผชิญกับความเปลี่ยนแปลงที่เกิดขึ้นอย่างรวดเร็ว ข้อมูลข่าวสารทุกอย่างไม่ได้จํากัดอยู่เพียงรอบตัว
เราอีกต่อไป การหาความรู้สามารถทําผ่านโลกดิจิตอลได้หมดแล้วทําให้สามารถก้าวข้ามพรมแดนไป
ได้ทุกมุมโลก  เพราะฉะนั้นรูปแบบการศึกษาที่เราใช้อยู่ในปัจจุบันก็ต้องเปลี่ยนแปลงเพื่อที่จะได้
รองรับทั้งผู้เรียนและผู้สอนในยุคใหม่ ต้องเตรียมคนออกไปเพื่อใช้ความรู้และพร้อมเรียนรู้ตลอดชีวิต 
(Lifelong Learning) ในการดํารงชีวิตและการทํางานในอนาคตภายใต้สิ่งแวดล้อมทางการเรียนรู้
ใหม่ๆ ซึ่งสอดคล้องกับทักษะแห่งศตวรรษที่ 21 (21st Century Skills) [1]  ที่จะสร้างคนให้เป็นคนที่
มีคุณภาพ (Character Qualities) เพื่อให้สามารถใช้ชีวิตให้เหมาะกับบริบทของโลก สามารถจัดการ
กับความท้าทายในชีวิต และสามารถรับมือกับโลกที่เปลี่ยนไปอย่างรวดเร็ว การศึกษาเป็นพื้นฐานที่
สําคัญที่สุดในการพัฒนาสังคมให้คนซึ่งเป็นสมาชิกของสังคม เป็นคนมีคุณภาพ คุณธรรม การศึกษา
ช่วยสร้างจิตสํานึกในการเป็นมนุษย์มีจิตวิญญาณของผู้มีอารยะธรรมทางปัญญาและความงดงามทาง
จิตใจ การศึกษาสร้างให้คนมีความรู้ในการดํารงชีวิต การประกอบอาชีพ มีความอดทนในการต่อสู้กับ
อุปสรรคของชีวิต การศึกษาเป็นสิ่งจําเป็นสําหรับคนทุกวัย การศึกษาสามารถเปลี่ยนแปลงโลกได้  ดัง
คํากล่าวของบุคคลผู้ซึ่งได้รับรางวัลโนเบลสาขาสันติภาพ1 ประจําปี พ.ศ.2536 เนลสัน มันเดลา 
(Nelson Mandela)  ความว่ า  “Education is the most powerful weapon which you can 
use to change the world.”  

ปัจจุบันการเรียนการสอนแบบออนไลน์รูปแบบใหม่ที่มีชื่อเรียกว่า “รายวิชาออนไลน์แบบ
เปิดสู่มวลชน” (Massive Open Online Courses, MOOCs) ได้รับความนิยมแพร่หลายอย่างรวดเร็ว
ไปทั่วโลก โดยมีระบบจัดการรายวิชา (MOOC Platform) ที่มีมหาวิทยาลัยที่มีชื่อเสียงจากหลาย
มหาวิทยาลัยเป็นผู้จัดทํารายวิชาที่หลากหลายและเผยแพร่สู่สาธารณะแสดงดังภาพที่ 1 และ ภาพที่ 
2 [2]  เช่น “Coursera”2 ก่อตั้งโดยอาจารย์จากมหาวิทยาลัยสแตนฟอรด์ (Stanford University) 
“edX”3 ก่อตั้งโดยมหาวิทยาลัยฮาร์วาด (Harvard University) และMIT (Massachusetts Institute 

                                           
1 https://www.nobelprize.org/prizes/peace/1993/mandela/facts/ 

2 https://www.coursera.org/ 
3 https://www.edx.org/ 
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of Technology) และ “Udacity”4  ก่อตั้งโดยมหาวิทยาลัยสแตนฟอรด์ (Stanford University) 
แสดงดังตารางที่ 1และตารางที่ 2 

 โดยในปัจจุบันรายวิชาใน MOOCs  มีจํานวนผู้เรียนหลายล้านคน มีรายวิชามากกว่าหนึ่ง
หมื่นรายวิชา [2]  เมื่อรายวิชามีจํานวนเพิ่มมากขึ้นก่อให้เกิดปัญหาการเผชิญกับข้อมูลมหาศาล ซึ่งไม่
สามารถจัดการกับข้อมูลและใช้ข้อมูลเหล่านั้นให้เกิดประโยชน์ได้ ผู้ใช้งานบางส่วนไม่เข้าใจข้อมูล
รายวิชา เนื่องจากประสบการณ์ในการเรียนหรือระดับความรู้ความเข้าใจที่ ไม่มากพอ และปัญหาการ
เรียนการสอนใน MOOCs คือมีอัตราการหยุดเรียนสูงมากส่วนหนึ่งอาจเนื่องจากเนื้อหาที่นําเสนอไม่
ตรงกับที่ผู้เรียนต้องการหรือปัญหาในการกํากับตนเองของผู้เรียน หรือแม้กระทั่งการเรียนการสอนใน
ระบบชั้นเรียนปกติผู้เรียนต้องเผชิญกับข้อมูลรายวิชาที่มากเกนิไปทําให้ยากในการตัดสินใจเลือกเรียน  

 

 
 
ภาพที่ 1 การเติบโตของรายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs) สํารวจเมื่อปี พ.ศ. 2563 [2] 
 

 

                                           
4 https://www.udacity.com/ 
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ภาพที่ 2 สัดสว่นของรายวิชาในรายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs) สํารวจเมื่อปี พ.ศ. 
2563 [2] 

 

ตารางที่ 1 จํานวนรายวิชาใน MOOCs แยกตามสถาบันการศึกษา ข้อมูลปี พ.ศ. 2561 [2] 
สถาบันการศึกษา จ านวนรายวิชา (รายวิชา) 

1. Massachusetts Institute of Technology 202 

2. Indian Institute of Technology, Kharagpur 198 

3. Stanford University 184 

4. University of Michigan 174 

5. University of Pennsylvania 163 

6. Indian Institute of Technology Madras 158 

7. Harvard University 157 

8. University of Naples Federico II 154 
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สถาบันการศึกษา จ านวนรายวิชา (รายวิชา) 
9. University of Illinois at Urbana-Champaign 150 

10. Indian Institute of Technology Kanpur 141 

 
ตารางที่ 2 รายช่ือผู้ให้บริการรายวิชาใน MOOCs  ห้าอันดับแรกจัดลําดับตามผู้ใช้ที่ลงทะเบียน ข้อมลู
ปี พ.ศ. 2561 [2] 

ผู้ให้บริการ จ านวนผู้เรียนที่ลงทะเบียน (ล้านคน) 
1. Coursera 37 

2. edX 18 

3. XuetangX5 14 

4. Udacity 10 

5. FutureLearn6 8.7 

 
ความก้าวหน้าและพัฒนาการของเทคโนโลยีสารสนเทศก้าวไปอย่างรวดเร็ว ข้อมูลและ

สารสนเทศมีมากมายบนโลกอินเทอร์เน็ตซึ่งนับเป็นความท้าทายรูปแบบหนึ่งที่มนุษย์ต้องเผชิญ 
รายวิชาใน MOOCs เป็นหนึ่งในความท้าทายบนข้อมูลขนาดใหญ่ (Big Data) เช่นเดียวกัน เนื่องด้วย
คุณลักษณะดังต่อไปนี้คือ  หนึ่ง) ข้อมูลมีปริมาณมาก (Volume) ทั้งจํานวนรายวิชาดังตารางที่ 1 
จํานวนผู้เรียนดังตารางที่ 2  สอง) ข้อมูลมีรูปแบบที่หลากหลาย (Variety) ซึ่งอาจเป็นข้อมูลเชิง
โครงสร้าง (Structured data)7 ข้อมูลกึ่งโครงสร้าง (Semi-structured data)8 ข้อมูลที่ไม่มีโครงสร้าง
แน่นอน (Unstructured data)9  และสาม) ข้อมูลมีการเปลี่ยนแปลงตลอดเวลาและรวดเร็ว 
(Velocity) [3] เช่น ข้อมูลการคลิกเล่นยกเลิกหรือหยุดวิดีโอของผู้เรียน ดังนั้นการประมวลผลบน

                                           
5 https://www.xuetangx.com/ 
6 https://www.futurelearn.com/ 
7 คือ ข้อมูลที่จัดเก็บในตารางข้อมูลที่มีการจัดเรียงอย่างมีรูปแบบชัดเจนและเป็นระเบียบ สามารถนํามาใช้วิเคราะห์
ได้เลย เช่น ข้อมูลที่เก็บไว้ในโปรแกรม spreadsheet อย่าง Microsoft Excel 

8 คือ ข้อมูลที่ถูกจัดเก็บอย่างมีรูปแบบในระดับหนึ่งและข้อมูลสามารถค้นหา (Search) หรือแท็ก (Tag) ได้ เช่น เว็บ
เพจที่มีการระบุชื่อเพจ คําสําคัญในเพจ และวันที่อัพเดทข้อมูล 

9 คือ ข้อมูลที่ไม่มีโครงสร้างแน่นอน (Unstructured data) เช่น ข้อความเสียง รูปภาพ และวิดีโอ 
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ข้อมูลขนาดใหญ่ (Big Data) เป็นงานที่ท้าทาย เพราะด้วยคุณลักษณะของข้อมูลที่กล่าวมาส่งผลให้
ซอฟต์แวร์หรือฮาร์ดแวร์ธรรมดานั้นไม่สามารถที่จะจัดการหรือวิเคราะห์ได้อย่างมีประสิทธิภาพ  จาก
อัตราการเพิ่มขึ้นของข้อมูลเป็นไปอย่างรวดเร็วเป็นสาเหตุทําให้การประมวลผลเป็นไปได้อย่าง
ยากลําบากจึงต้องหาวิธีประมวลผลข้อมูลให้มีผลดีและถูกต้องเพ่ือหาผลลัพธ์ที่ต้องการ โดยเฉพาะการ
ตัดสินใจเลือกสิ่งของต่าง ๆ เป็นสิ่งที่ต้องอาศัยประสบการณ์ ความรู้ เวลา หรือปัจจัยอ่ืน ๆ เข้ามาช่วย
พิจารณา ซึ่งจะเห็นได้ว่าระบบแนะนํา (RS) เข้ามามีบทบาทในชีวิตของมนุษย์มากยิ่งขึ้นช่วยอํานวย
ความสะดวกให้การค้นหาแคบลงและสะดวกรวดเร็ว เช่น ระบบแนะนําหนังสือ บริการ เพลง สินค้า
บน Amazon10 วิดีโอบน YouTube11 หรือ Netflix12  ร้านอาหารบน Wongnai13 ข้อมูลข่าวสาร 
เป็นต้น  เมื่อข้อมูลมีปริมาณมากขึ้นและข้อมูลมีความหลากหลายมากขึ้นทําให้การเก็บข้อมูลใน
ฐานข้อมูลหรือคลังข้อมูลแบบเดิมไม่ได้มีประสิทธิภาพเท่าที่ควร  ดังนั้นงานวิจัยฉบับน้ีจึงมุ่งเน้นไปที่
การปรับปรุงเทคนิคระบบแนะนํารายวิชาบนข้อมูลขนาดใหญ่ (Big Data) ให้มีประสิทธิภาพ เพื่อ
รองรับกับโลกยุคดิจิทัล (Digital Age) 

1.2 วัตถุประสงค์ของการวิจัย 

ในการวิจัยครั้งนี้ผู้วิจัยมีวัตถุประสงค์ ดังนี ้
1) เพื่อศึกษาขั้นตอนวิธีที่เหมาะสมสําหรับนําไปสร้างตัวแบบระบบแนะนํารายวิชาในรายวิชา

ออนไลน์แบบเปิดสู่มวลชน (MOOCs) ด้วยเทคนิคข้อมูลขนาดใหญ่ (Big Data) 
2) เพื่อปรับปรุงเทคนิคระบบแนะนํารายวิชาสําหรับข้อมูลขนาดใหญ่ (Big Data) ให้เหมาะสม

และมีประสิทธิภาพ เช่น ลดเวลาในการทํางาน หรือมีความแม่นยํา 
3) เพื่อพัฒนาตัวแบบระบบแนะนํารายวิชาในรายวิชาออนไลน์แบบเปิดสู่มวลชน  (MOOCs) 

ให้กับผู้เรียน 

1.3 ขั้นตอนการวิจัย 

ในการวิจัยครั้งนี้ดําเนินการตามขั้นตอนการวิจัย ดังนี ้
1) ศึกษาหัวข้องานวิจัย  
2) ทบทวนวรรณกรรมที่เกี่ยวข้อง 

                                           
10 https://www.amazon.com/ 
11 https://www.youtube.com/ 
12 https://www.netflix.com/ 
13 https://www.wongnai.com/ 
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3) กําหนดขอบเขตหัวข้องานวิจัย 
4) ออกแบบแนวทางการวิจัย 
5) พัฒนางานวิจัยตามที่ได้ออกแบบไว้ 
6) สรุปผลงานวิจัย 

1.4 ขอบเขตการวิจัย 

จากวัตถุประสงค์ของการวิจัยดังที่กล่าวแล้วข้างต้น ผู้วิจัยกําหนดขอบเขตของการวิจัย ดังนี ้
1) ข้อมูลที่นํามาใช้  คือ ข้อมูลจากรายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs) 

ประกอบด้วยข้อมูลประวัติผู้ เรียน (User profile) และข้อมูลเชิงพฤติกรรมของผู้ เรียน (User 
behavior) เท่านั้น 

2) ผลลัพธ์ของระบบแนะนํารายวิชาในรายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs) 
สามารถอยู่ในรูปแบบรายวิชาเดี่ยวหรือกลุ่มรายวิชาก็ได ้

1.5 ประโยชน์ที่คาดว่าจะได้รับ 

1.5.1 ประโยชน์ต่อวงการคอมพิวเตอรแ์ละเทคโนโลย ี
1) ไดเ้ทคนิคระบบแนะนํารายวิชาสําหรับข้อมูลขนาดใหญ่ (Big Data) ที่มีประสิทธิภาพ 
2) เป็นแนวทางสําหรับการประมวลผลข้อมูลขนาดใหญ่ (Big Data) ซึ่งเหมาะสมกับยุค

ปัจจุบันที่เป็นยุคของข้อมูล 
1.5.2 ประโยชน์ทางการศึกษา 

1) ผู้เรียนสามารถเข้าถึงรายวิชาได้ตรงกับความต้องการ 
2) ผู้เรียนได้รับคําแนะนําหรือกระตุ้นให้เกิดการเรียนรู ้
3) ผู้สร้างรายวิชาสามารถที่จะสร้างรายวิชาซึ่งตรงกับความต้องการของผู้เรียนได้มากขึ้น 

ตรงกับความต้องการของคนรุ่นใหม่ที่ต้องการเรียนรู้สิ่งต่าง ๆ ที่เฉพาะเจาะจง 
1.5.3 ประโยชน์ต่อสังคมและประเทศ 

1) เมื่อประชากรมีทักษะที่ดีขึ้น พวกเขาก็สามารถที่จะทําอาชีพได้ดีขึ้น นําความรู้ที่ได้ไป
ประกอบสัมมาอาชีพได้ถูกต้องมากขึ้น 

1.5.4 ประโยชน์ต่อพลโลก 
1) พัฒนาทักษะการเรียนรู้ของคนทั้งโลก ไม่ใช่แค่คนไทยเท่านั้น 
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1.6 นิยามศัพท์ 

1) รายวิชาออนไลน์แบบเปิดสู่มวลชน (Massive Open Online Courses, MOOCs) หมายถึง 
การจัดการเรียนการสอนในรูปแบบออนไลน์ที่รองรับผู้เรียนจํานวนมาก ไม่จํากัดเพศ วัย การศึกษา 
โดยให้บริการฟรีและเป็นการเรียนรู้แบบเรียนได้ทุกที่ทุกเวลา ผ่านอุปกรณ์ที่หลากหลาย เช่น สมาร์ต
โฟน คอมพิวเตอร์ แท็บเล็ต โดยเรียนผ่านวิดีโอ บรรยายโดยอาจารย์เจ้าของวิชา มีแบบฝึกหัดหลัง
บทเรียน บางแพลตฟอร์มมีกระดานสนทนาหรือฟอรั่ม (Forum) ให้ผู้ เรียนได้เข้าไปสนทนา 
แลกเปลี่ยนความรู้กับผู้สอน หรือผู้เรียนด้วยกัน 

2) ระบบจัดการรายวิชา (MOOC Platform) หมายถึง ระบบจัดการรายวิชาออนไลน์ที่รองรับ
ผู้เรียนจํานวนมาก มุ่งเน้นเป็นเครื่องมือส่งเนื้อหาความรู้แก่ผู้เรียน และมีเครื่องมือสําคัญที่ใช้สําหรับ
กิจกรรมการเรียนรู้และการประเมิน เช่น Coursera, Open edX  

3) ระบบแนะนํา (Recommender Systems, RS) คือ ระบบที่แนะนําสินค้า ข้อมูล บริการ ซึ่ง
เรียกว่าไอเทม (Item) ให้กับผู้ใช้ ไอเทมในความหมายของระบบแนะนํา หมายถึง สิ่งที่ต้องการจะ
แนะนํา โดยระบบจะเรียนรู้ข้อมูลความชอบหรือความต้องการของผู้ใช้แล้วจึงแนะนําไอเทมให้กับผู้ใช้
ต่อไป 

1.7 โครงสร้างของเนื้อหาวิทยานิพนธ์ 

โครงสร้างของเนื้อหาวิทยานิพนธ์ประกอบด้วย 5 บท ซึ่งมีรายละเอียดดังต่อไปน้ี 
บทที่ 1 กล่าวถึง บทนํา ประกอบด้วย ที่มาและความสําคัญของปัญหา วัตถุประสงค์ของการ

วิจัย ขั้นตอนการวิจัย ขอบเขตการวิจัย ประโยชน์ที่คาดว่าจะได้รับ และ
นิยามศัพท ์

บทที่ 2 กล่าวถึง  ทฤษฎีที่ เกี่ยวข้องประกอบด้วยบระบบแนะนํา การเรียนรู้ เชิ งลึก  
หน่วยความจําสั้นระยะยาว เทคโนโลยีสําหรับข้อมูลขนาดใหญ่ และ
งานวิจัยที่เกี่ยวข้อง 

บทที่ 3 กล่าวถึง  การกําหนดปัญหา การต้ังโจทย์ สมมุติฐานงานวิจัย เครื่องมือและอุปกรณ์ที่
ใช้ในการพัฒนางานวิจัย ข้อมูลที่ใช้ในการวิจัย การสํารวจข้อมูล การ
กําหนดตัวแบบ และการกําหนดสถาปัตยกรรมระบบแนะนํารายวิชา 

บทที่ 4 กล่าวถึง  ผลการดําเนินงานวิจัย 
บทที่ 5 กล่าวถึง สรุปผลการดําเนินงานวิจัย 

 



 

บทที่ 2 
ทฤษฎีและงานวิจัยที่เกี่ยวขอ้ง 

 
การศึกษาและวิจัยในครั้งนี้ เพื่อศึกษาขั้นตอนวิธีที่เหมาะสมสําหรับนําไปสร้างตัวแบบระบบ

แนะนํารายวิชาในรายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs) ด้วยเทคนิคข้อมูลขนาดใหญ่ (Big 
Data)  เพื่อนําไปปรับปรุงเทคนิคระบบแนะนํารายวิชาสําหรับข้อมูลขนาดใหญ่ (Big Data) ให้
เหมาะสมและมีประสิทธิภาพ และนําไปพัฒนาเป็นตัวแบบระบบแนะนํารายวิชาในรายวิชาออนไลน์
แบบเปิดสู่มวลชน (MOOCs) เพื่อแนะนํารายวิชาให้กับผู้เรียนต่อไป ดังนั้นงานวิจัยฉบับนี้จึงได้
รวบรวมทฤษฎีและงานวิจัยที่เกี่ยวข้องไว้ดังต่อไปนี ้

2.1 ทฤษฎีที่เกี่ยวข้อง 
2.1.1 ระบบแนะนํา (Recommendation system, RS) 
2.1.2 การเรียนรู้เชิงลึก (Deep learning) 
2.1.3 หน่วยความจําสั้นระยะยาว (Long short term memory) 
2.1.4 เทคโนโลยีสําหรับข้อมูลขนาดใหญ่ (Big data) 

2.2 งานวิจัยที่เกี่ยวข้อง 

 

2.1 ทฤษฎีที่เกี่ยวข้อง 

2.1.1 ระบบแนะน า (Recommendation system, RS) 

ระบบแนะนําเป็นระบบที่ใช้ในการเก็บรวบรวมสารสนเทศจากความพึงพอใจของผู้ใช้ใน
ตัวสินค้าและบริการที่สนใจ เพื่อทํานายสิ่งที่ผู้ใช้สนใจในตัวสินค้าหรือบริการจากข้อมูล เทคนิค
พื้นฐานที่ใช้ในการสร้างรายการแนะนําสําหรับระบบแนะนํา เช่น  วิธีการกรองเนื้อหา (Content-
based filtering) วิธีการกรองข้อมูลร่วม (Collaborative filtering) และวิธีการกรองแบบผสมผสาน 
(Hybrid filtering) [4]  รายละเอียดดังนี ้

1) วิธีการกรองเนื้อหา (Content-based filtering)  

การกรองสารสนเทศโดยดูเนื้อหา (Content-based filtering) ให้ความ
สนใจกับเนื้อหาตามคุณสมบัติของข้อมูลเป็นหลัก วิธีนี้จะตรวจสอบว่าข้อมูลหรือเนื้อหาส่วนใดที่
ตรงกันหรือมีความคล้ายคลึงกับข้อมูลส่วนบุคคลของผู้ใช้ (User profile) ถ้าตรงกันก็จะนํามา
แสดงผลเป็นรายการแนะนําให้แก่ผู้ใช้ แต่ถ้าไม่ตรงกันก็จะไม่มีการแสดงผลรายการแนะนําแม้ว่า
ข้อมูลหรือเนื้อหาอาจจะมีลักษณะใกล้เคียงกับที่ผู้ใช้ต้องการก็ตาม ดังนั้นวิธีการนี้จะเป็นการ
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คํานวณหาค่าความคล้ายคลึงระหว่างข้อมูลหรือเนื้อหากับข้อมูลส่วนบุคคลของผู้ใช้ โดยการจับคู่
ข้อมูลหรือเนื้อหากับข้อมูลส่วนบุคคลของผู้ใช้เพื่อใช้ในระบบสารสนเทศตามความสนใจของผู้ใช้ 
เทคนิคที่ใช้ในการกรองสารสนเทศโดยดูเนื้อหา เช่น การจัดกลุ่มข้อมูล (Clustering) การแบ่งกลุ่ม
ข้อมูลแบบเบย์เซียน (Bayesian classifiers) การจําแนกข้อมูลโดยใช้ต้นไม้ตัดสินใจ (Decision 
trees) โครงข่ายประสาทเทียมที่มีการเลียนแบบการทํางานของสมองของมนุษย์ (Artificial neural 
networks) ข้อดีของการกรองสารสนเทศโดยดูเนื้อหาคือสามารถประมวลผลบนข้อมูลจํานวนน้อยได้
และจะไม่พบกับปัญหากรณีที่ไอเทมใหม่ไม่ถูกแนะนําไปยังผู้ใช้หรือผู้ใช้ที่เข้าสู่ระบบครั้งแรกจะไม่ได้
รับการแนะนําซึ่งปัญหาลักษณะนี้เรียกว่า “Cold start problem” สําหรับข้อเสียของการกรอง
สารสนเทศโดยดูเนื้อหาคือจะได้รายการไอเทมที่ไม่หลากหลาย (Overspecialization) ระบบแนะนํา
สินค้าหรือบริการของที่มีการกรองสารสนเทศโดยดูเนื้อหา เช่น IMDB14 และ Rotten Tomatoes15  

2) วิธีการกรองข้อมูลร่วม (Collaborative filtering) 

เป็นการแนะนําสินค้าหรือบริการที่ได้มาจากการพิจารณาความคล้ายคลึง
กันหรือความชอบของผู้ใช้งานที่เป็นเป้าหมายในการแนะนํากับเปรียบเทียบกับบุคคลอื่นที่มีความชอบ
คล้ายคลึงกัน โดยจะนําไปพิจารณากับไอเทมที่ผู้ใช้ยังไม่ให้ความนิยมไว้แต่มีความคล้ายกับไอเทมที่
ผู้ใช้เคยให้คะแนนไว้แล้ว   

วิธีการเก็บข้อมูลเพื่อนํามาคํานวณความชอบที่มีต่อไอเทมสามารถทําได้
สองวิธีคือ หนึ่ง) การเก็บข้อมูลจากผู้ใช้โดยตรง (Explicit feedback) เช่น การตอบแบบสอบถาม 
คะแนนความนิยม (Rating) ข้อดีคือได้ข้อมูลจากผู้ใช้โดยตรง ข้อมูลมีความถูกต้องน่าเชื่อถือกว่าวิธี 
Implicit feedback ข้อเสียคือผู้ใช้ต้องเสียเวลาในการให้ข้อมูลแก่ระบบ  และสอง) การเก็บข้อมูล
จากโดยอ้อมหรือโดยนัย (Implicit feedback) วิธีนี้อาศัยการสังเกตพฤติกรรมหรือดึงข้อมูลการใช้
งานระบบในอดีตของผู้ใช้มาทําการวิเคราะห์ เช่น ประวัติในการซื้อไอเทม หรือ ประวัติในการฟังเพลง 
ข้อดีคือผู้ใช้ไม่ต้องให้ข้อมูลแก่ระบบแต่ระบบเป็นผู้รวบรวมข้อมูลจากผู้ใช้เอง ข้อเสียคือการเก็บข้อมูล
จากผู้ใช้เพื่อนํามาวิเคราะห์บางครั้งอาจได้ผลลัพธ์ที่ไม่ตรงใจผู้ใช้เท่ากับวิธีแบบ Explicit feedback  

วิธีการหาความคล้ายของผู้ใช้เป้าหมายกับผู้ใช้คนอื่นที่มีอยู่ในฐานข้อมูล [5] 
เช่น วิธีการหาค่าความคล้ายคลึงแบบโคโซน์  (Cosine-based Similarity) ดังสมการที่ (1) วิธีการหา
ค่าความคล้ายคลึงแบบโคไซน์แบบปรับแก้ (Adjusted Cosine Similarity) ดังสมการที่ (2) และ
วิธีการหาค่าความคล้ายคลึงแบบค่าสัมประสิทธิ์สหสัมพันธ์ของเพียร์สัน (Pearson correlation 
coefficient) ดังสมการที่ (3) ข้อเสียของวิธีการกรองข้อมูลร่วม (Collaborative filtering) คือข้อมูล
                                           
14 https://www.imdb.com/ 
15 https://www.rottentomatoes.com/ 
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ไอเทมที่มีอยู่เป็นจํานวนมากบางรายการไม่ถูกคะแนนทําให้เกิดปัญหาความบางเบาของข้อมูล 
(Sparsity problem) และ Cold start problem   

 
   

สมการที่ (1) 
 
 
 
 

   
สมการที่ (2) 

 
 
 
 

   
สมการที่ (3) 

 
 
 

เทคนิคที่ เป็นที่นิยมนํามาใช้ในการกรองข้อมูลร่วม (Collaborative 
filtering) เช่น การหาสมาชิกที่ใกล้ที่สุด (Nearest neighbor) การจัดกลุ่มข้อมูล (Clustering) ทฤษฎี
กราฟ (Graph theory)โครงข่ายแบบเบย์เซียน (Bayesian networks) โครงข่ายประสาทเทียมที่มี
การเลียนแบบสมองของมนุษย์ (Artificial neural networks) การถดถอยแบบเชิงเส้น (Linear 
regression) และแบบจําลองความน่าจะเป็น (Probabilistic model) ระบบแนะนําสินค้าหรือบริการ
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ที่มีการกรองข้อมูลร่วม เช่น Amazon16, Facebook17, Twitter18, LinkedIn19, Spotify20, Google 
News21 และ Last.fm22  วิธีการกรองข้อมูลร่วม (Collaborative filtering) แบ่งออกเป็น 2 ประเภท 
คือ 

- การกรองข้อมูลร่วมโดยพิจารณาจากผู้ใช้ (User based Collaborative 
filtering) 

- การกรองข้อมูลร่วมโดยพิจารณาจากรายการสินค้า ( Item based 
Collaborative filtering) 

3) วิธีการกรองแบบผสมผสาน (Hybrid filtering) 

เป็นการผสมผสานวิธีการต่าง ๆ โดยนําจุดเด่นของแต่ละวิธีการมาปรับปรุง
ข้อที่บกพร่องของอีกวิธีการ เช่น การนําข้อดีของทั้งวิธีการกรองร่วมมาผสมกับข้อดีของวิธีการกรอง
เนื้อหาเพื่อสร้างเป็นระบบแนะนํา 

 

2.1.2 การเรียนรู้เชิงลึก (Deep learning)  

การเรียนรู้เชิงลึกเป็นหนึ่งในฟังก์ชันของปัญญาประดิษฐ์ (Artificial intelligence, AI) 
เป็นเซตย่อยของการเรียนรู้ด้วยเครื่อง (Machine learning) ในปัญญาประดิษฐ์ (AI) ที่เรียนแบบการ
ทํางานของสมองมนุษย์ในกระบวนการประมวลผลข้อมูลและเป็นการสร้างรูปแบบ สําหรับใช้ในการ
ตัดสินใจ ถูกสร้างมาจากการนําเอา Neural network หลายๆ ช้ันมาต่อกัน โดยชั้นแรกสุดทําหน้าที่
เป็นช้ันนําเข้าข้อมูล (Input layer) ชั้นสุดท้ายจะทําหน้าที่ส่งผลลัพธ์การประมวลผลออกมา (Output 
layer) ส่วน ชั้นระหว่างช้ันแรกสุดเเละช้ันสุดท้ายเรียกว่าชั้นซ่อน (Hidden layer) แสดงภาพที่ 3  
 

                                           
16 https://www.amazon.com/ 

17 http://www.facebook.com/ 

18 http://www.twitter.com/ 

19 http://www.linkedin.com/ 

20 https://www.spotify.com/ 

21 https://news.google.com/ 

22 https://www.last.fm/ 
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ภาพที่ 3 โครงสร้างของโครงข่ายประสาทเทียมเชิงลึกแบบ Feedforward 

 
1) โครงข่ายประสาทเทียมเชิงลึก ประกอบด้วยเลเยอร์ต่าง ๆ ดังนี้  

- Input Layer ตัวแปรข้อมูลที่ต้องการให้ Network คํานวณ เป็นจุดเริ่มต้นของ
ขั้นตอนการทํางานสําหรับโครงข่ายประสาทเทียมจะทําหน้าที่ส่งข้อมูลไปยังแต่ละโหนด ของ Layer 
ต่อไป โดยจํานวนของโหนด ใน Input Layer จะขึ้นอยู่กับขนาดของข้อมูล 

- Hidden Layer ประกอบไปด้วย neural node (สามารถมีได้หลายชั้น) เป็น
ส่วนที่ทําหน้าที่ส่งต่อข้อมูลไปยัง Output Layer โดยแต่ละครั้งที่ Training Data ผ่าน Layer นี้ แต่
ละโหนดจะค่อย ๆ ปรับ  Weight ให้ เข้ากับ Data มากขึ้น หรือก็คือ Hidden Layer จะหา
ความสัมพันธ์ระหว่าง Feature ของ Data  

- Output Layer ประกอบไปด้วย neural node และผลลัพธ์การคํานวณของ 
Network (Estimation output) เป็นส่วนที่จะแสดงผล Output ซึ่งจํานวนโหนดใน Output Layer 
จะขึ้นอยู่กับจํานวนคลาสในข้อมูล เช่น จะสร้างโครงข่ายประสาทเทียมเพื่อจําแนกสุนัขกับแมวมี 
Output โหนด 2 โหนด แต่ถ้าใช้กับ Regression จะมีแค่ 1 โหนดเท่านั้น เพราะทํานาย (Predict) 
เป็นตัวเลข 
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2) ความแตกต่างระหว่าง Machine Learning และ Deep Learning 
ตารางที่ 3 ความแตกต่างระหว่าง Machine Learning และ Deep Learning 
 Machine Learning Deep Learning 
การอ้างอิงข้อมูล (Data 
Dependencies) 

ประสิทธิภาพดีในชุดข้อมูล
ระดับเล็กถึงระดับกลาง 

ประสิทธิภาพดีในชุดข้อมูลขนาด
ใหญ ่

การอ้างอิงฮาร์ดแวร์ 
(Hardware Dependencies) 

ดีสําหรับ machine ระดับล่าง ต้องการ machine ที่มีศักยภาพ
สูง โดยเฉพาะถ้ามีการ์ดจอ 
(Graphic card : GPU)  

วิศวกรรมคุณลักษณะ 
(Feature engineering) 

จําเป็นต้องเข้าใจคุณลักษณะ
ซึ่งแสดงให้เหน็ถึงข้อมูล 

ไม่จําเป็นต้องเข้าใจคุณลักษณะ
ที่แสดงให้เห็นถึงข้อมลู 

เวลาดําเนินการ (Execution 
Time) 

ตั้งแต่ไม่กี่นาทีไปถึงหลาย
ชั่วโมง 

มากถึงสัปดาห ์

ความสามารถในการตีความ
(Interpretability) 

บางอัลกอริทึมง่ายต่อการ
ตีความ (logistic, decision 
tree)  

ยากต่อความเข้าใจ 

ชุดข้อมูลสําหรบัฝึก (Training 
data) 

ขนาดเล็ก ขนาดใหญ ่

การเลือกคุณลกัษณะ 
(Choose features) 

ใช ่ ไม่ใช ่

จํานวนอัลกอริทึม (Number 
of algorithms) 

จํานวนมาก เล็กน้อย 

เวลาในการฝึกฝน (Training 
Time) 

สั้น ยาว 

    
การเรียนรู้เชิงลึกได้ถูกนําไปใช้ในงานหลาย ๆ ด้าน รวมถึงระบบการแนะนําเช่นกัน  เช่น 

ระบบการแนะนําเพลง (Music) [6], วิดีโอหรือภาพยนตร์ (Video or Movie) [7, 8] และข่าว (News) 
[9] 
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2.1.3 หน่วยความจ าสั้นระยะยาว (Long short term memory, LSTM) 

 LSTM เป็นโครงข่ายประสาทเทียมแบบหนึ่งที่ถูกออกแบบมาสําหรับการประมวลผลข้อมูลที่
มีความต่อเนื่องกัน หรือข้อมูลที่เหตุการณ์ก่อนหน้ามีผลต่อเหตุการณ์ที่จะเกิดขึ้นต่อไปในอนาคต 
LSTM ถูกพัฒนามาจาก Recurrent Neural Network (RNN) แสดงดังภาพที่ 4 

 
 

 
 

ภาพที่ 4 โครงข่ายประสาทเทียมแบบ RNN แบบคลี่ [10] 
 

หลักการทํางานของ RNN คือ ส่งอินพุตเข้าไปในแต่ละโหนด ซึ่งในแต่ละโหนดนั้นก็จะมีการ
คํานวณบางอย่างอยู่ด้านใน เพื่อส่งเป็นคําตอบออกมาจากโหนดนั้น ๆ ค่าที่ได้จะถูกส่งต่อไปยังโหนด
ต่อไป เพื่อใช้ในการคํานวณรอบต่อไป  RNN ส่งต่อข้อมูลที่ได้จากการคํานวณให้โหนดถัดไปโดยไม่
สนใจจะจดจําค่านั้น ๆ เอา ทําให้เกิดปัญหาในการทําการคํานวณค่าความผิดพลาดย้อนหลังหลัง 
(back-propagation, BP)  และทําให้เกิดปัญหา Vanishing Gradient Problem ปัญหาที่ตามมาคือ 
RNN จะเริ่มทํางานได้แย่ลง เมื่อระยะของข้อมูลนั้นมีความยาวมาก ๆ เพราะการจดจําของ RNN นั้น
ทําได้ดีแค่ในระยะสั้นเท่านั้น RNN ถูกนําไปใช้งานต่าง ๆ เช่น video (sequence of images) หรือ 
text (sequence of words)  

ข้อดีของ RNN คือ มีการใช้ข้อมูลก่อนหน้าในการทํานายสิ่งที่อาจจะเกิดขึ้นในอนาคต (อะไร
ที่เคยเกิดขึ้นในอดีตย่อมส่งผลต่อเหตุการณ์ที่จะเกิดขึ้นในอนาคตด้วย)  ข้อเสียของ RNN คือ สามารถ
ดูย้อนกลับได้แค่เพียงในช่วงระยะเวลาสั้น ๆ เท่านั้น ซึ่งปัญหาหลักของ RNN เกิดมาจากค่า gradient 
ที่เริ่มน้อยลงในข้อมูลที่มีความยาวมากขึ้น จนแทบจะไม่สามารถเห็นความเปลี่ยนแปลงของ gradient 
ได้เลย ซึ่งปัญหานี้ถูกเรียกว่า Vanishing Gradient Problem ดังนั้นเพื่อแก้ปัญหาดังกล่าวจึงทําให้
เกิดเทคนิค LSTM  
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ภาพที่ 5 โมดูลที่ทําซ้ําใน RNN มาตรฐานมีเลเยอร์เดียว [10] 

 
 
 

 
 

ภาพที่ 6 โมดูลที่ทําซ้ําใน RNN มาตรฐานมสีี่เลเยอร ์[10] 
 
LSTM เป็นโครงข่ายประสาทเทียมประเภท RNN รูปแบบหนึ่ง โดยมีหลักการทํางานคือ สามารถเก็บ 
“สถานะ” หรือข้อมูลของแต่ละโหนดเอาไว้ เพื่อเวลาที่ย้อนกลับไปดูจะได้ทราบถึงที่มาของข้อมูลค่า
ดังกล่าวว่าของเดิมเป็นค่าอะไร และจุดเด่นของเทคนิค LSTM คือ ฟังก์ชั่นพิเศษที่มีหน้าที่เสมือน 
“ประตู (Gate)” ที่คอยควบคุมข้อมูลที่จะเข้ามาในแต่ละโหนด ประกอบด้วย Forget gate layer, 
Input gate layer และ Output gate layer [11] รายละเอียดดังภาพที่ 7 ภาพที่ 8 และภาพที่ 9 
ดังนี้ 
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1) Forget gate layer 

 
ภาพที่ 7 โครงสร้าง Forget gate layer [12] 

 
Forget gate คือ ประตูที่ใช้เป็นตัวกําหนดว่าข้อมูลที่เข้ามานั้นควรที่จะได้ออกไป

ทั้งหมดหรือไม่ ซึ่งข้อมูลที่จําเป็นต้องใช้ในการตัดสินใจว่าจะเก็บข้อมูลนี้ไว้หรือไม่นั้นก็มาจากข้อมูลขา
เข้า ณ โหนด นั้น ๆ รวมกับผลลัพธ์ที่ถูกคํานวณมาจากโหนดก่อนหน้า ผ่านเข้า sigmoid function 
และนําไปคูณกับสถานะของโหนดก่อนหน้าโดยใช้สูตร Pointwise Multiplication ในการคํานวณ ดัง
สมการที่ (4) 

 
𝑓𝑡 = 𝜎(𝑤𝑓  [ℎ𝑡−1, 𝑥𝑡]  +  𝑏𝑓 )                            สมการที่ (4) 

 
จากสมการ 

𝑓𝑡 = Forget gate  
𝜎 = ฟังก์ชั่น sigmoid 
𝑤𝑓  = ค่าน้ําหนักของ matrices 
ℎ𝑡−1 = ค่า output ของ cell state ก่อนหน้ํา (ที่ timestamp t-1) 
𝑥𝑡 = ค่า input ที่เข้ามาใน cell state ณ เวลา t  
𝑏𝑓  = ค่า bias 

ผลลัพธ์ที่ได้ Forget gate layer จะอยู่ระหว่างค่า 0 และ 1 ซึ่งค่า 0 หมายถึงให้ลบค่า cell state 
เดิมออก ในขณะที่ 1 หมายถึง ให้เก็บค่า cell state นี้ต่อไป 
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2) Input gate layer 

 

 
ภาพที่ 8 โครงสร้าง Input gate layer [12] 
 

Input Gate คือ ประตูที่ใช้เพื่อเปิดรับข้อมูลที่เข้ามาใหม่ เพื่อให้บันทึก หรือ ‘write’ 
ลงไปในแต่ละโหนด โดยมีการทํางานแบ่งออกเป็น 2 ส่วน  

- ส่วนแรก คือ ถ้าต้องการ update cell state เมื่อทําการรบัข้อมูล 
input เข้ามาแล้วฟังก์ชั่น sigmoid ที่เป็นตัวควบคุมจะเรียกใช้ input gate เพื่อเลือกว่าจะให้ 
update cell state หรือไม ่ดังสมการที่ (5) 

 
𝑖𝑡 = 𝜎(𝑤𝑖    [ℎ𝑡−1, 𝑥𝑡]  +  𝑏𝑖 )   สมการที่ (5) 

 
จากสมการ 
𝑖𝑡 = Input gate  
𝜎 = ฟังก์ชั่น sigmoid 
𝑤𝑖   = ค่าน้ําหนักของ matrices 
ℎ𝑡−1 = ค่า output ของ cell state ก่อนหน้ํา (ที ่timestamp t-1) 
𝑥𝑡 = ค่า input ทีเ่ข้ามาใน cell state ณ เวลา t  
𝑏𝑖  = ค่า bias 
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- ส่วนที่สอง ถ้า input gate เลือกที่จะทําการ update cell state 

ฟังก์ชั่น tanh ก็จะทําการสร้าง candidate values (𝐶𝑡 ) ขึ้นมาใน state ดังสมการที่ (6) 
 

𝐶𝑡 = 𝑡𝑎𝑛ℎ(𝑤𝑐    [ℎ𝑡−1, 𝑥𝑡]  +  𝑏𝑐 )  สมการที่ (6) 
 
จากสมการ 

𝐶𝑡 = candidate ของ cell state ที่เวลา t 
𝑡𝑎𝑛ℎ = ฟังก์ชั่น tanh 

𝑤𝑐  = ค่าน้ําหนักของ matrices 
ℎ𝑡−1 = ค่า output ของ cell state ก่อนหน้ํา (ที ่timestamp t-1) 
𝑥𝑡 = ค่า input ทีเ่ข้ามาใน cell state ณ เวลา t  
𝑏𝑐  = ค่า bias 

 
3) Output gate layer  

 
 
ภาพที่ 9 โครงสร้าง Output gate layer [12] 
 

Output gat เป็น Gate ที่มีหน้าที่เตรียมทําการรส่งออกข้อมูล (output data) โดย
ข้อมูล output นั้นจะดูจาก cell state ที่ผ่านกระบวนการคํานวณต่าง ๆ แล้ว โดยฟังก์ชั่น sigmoid 
จะเป็นตัวเลือกว่าข้อมูลส่วนไหนใน cell state ที่จะถูก output จากนั้นก็จะนําค่า cell state เข้า
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ฟังก์ชั่น tanh (เพื่อหาว่าจะได้ค่าออกมาเป็น 1 หรือ -1) แล้วนําค่าที่ได้จากฟังก์ชั่น tanh มาทําการ
คํานวณกับค่า output ที่ได้จาก sigmoid gate จากนั้นก็จะได้ค่า output ที่ต้องการดังสมการที่ (7) 
 

𝑂𝑡 = 𝜎(𝑤𝑜   [ℎ𝑡−1, 𝑥𝑡]  +  𝑏𝑜 )   สมการที่ (7) 
 
จากสมการ 

𝑂𝑡 = candidate ของ cell state ที่เวลา t 
𝜎 = ฟังก์ชั่น sigmoid 
𝑤𝑜  = ค่าน้ําหนักของ matrices 
ℎ𝑡−1 = ค่า output ของ cell state ก่อนหน้ํา (ที่ timestamp t-1) 
𝑥𝑡 = ค่า input ที่เข้ามาใน cell state ณ เวลา t  
𝑏𝑜  = ค่า bias 
 

ซึ่งค่า output ที่ได้ออกมานั้นจะถูกแบ่งออกเป็น 2 ส่วน คือ ค่า output ที่ได้จากโหนดนั้น ๆ กับค่า 
output ที่จะถูกส่งไปเป็นข้อมูล input ของโหนดถัดไป 
 

2.1.4 เทคโนโลยีส าหรับข้อมูลขนาดใหญ่ (Big data) 

ในอดีตการจัดเก็บข้อมูลนั้นเก็บในรูปแบบของไฟล์ประเภทต่าง  ๆ เช่น ไฟล์ข้อความ 
หรือไฟล์ประเภท Excel แต่การเก็บข้อมูลเป็นไฟล์ในลักษณะนี้จะมีความยุ่งยากหลายอย่าง เช่น การ
เก็บไฟล์ซ้ําซ้อนกันระหว่างผู้ใช้งาน หรือ การค้นหาข้อมูลจากหลายไฟล์ ดังนั้นเพื่อแก้ปัญหาความ
ยุ่งยากเหล่านี้องค์กรต่าง ๆ จึงหันมาเก็บข้อมูลในฐานข้อมูล (Database) หรือฐานข้อมูลเชิงสัมพันธ์ 
(Relational database) การเก็บข้อมูลในฐานข้อมูลนี้จะมีระบบจัดการฐานข้อมูล (Database 
management system) หรือ DBMS ซึ่งเป็นซอฟต์แวร์ที่ช่วยในการจัดการและสืบค้นข้อมูล ทําให้
การค้นหาข้อมูลสะดวกมากยิ่งขึ้น แต่เมื่อต้องมีการนําข้อมูลจํานวนมากซึ่งมาจากหลากหลาย
ฐานข้อมูล มาทําการประมวลผลให้เป็นสารสนเทศเพื่อนําไปใช้ในการตัดสินใจต่อไป พบว่าค่อนข้างใช้
เวลานานเนื่องจากต้องทําการปรับเปลี่ยนข้อมูลให้มีลักษณะเดียวกัน และเกิดความยุ่งยากในการ
ดําเนินการ ในปัจจุบันเมื่อข้อมูลมีปริมาณมากขึ้นและข้อมูลมีความหลากหลายมากขึ้นจึงทําให้การ
เก็บข้อมูลในฐานข้อมูลหรือคลังข้อมูลแบบเดิมไม่ได้มีประสิทธิภาพเท่าที่ควร   ประกอบกับปัจจุบัน
ข้อมูลมีจํานวนเพิ่มขึ้นและเปลี่ยนแปลงอย่างรวดเร็ว ดังนั้นจําเป็นอย่างยิ่งที่ต้องอาศัยเทคโนโลยีที่
สามารถจัดเก็บและประมวลผลกับข้อมูลที่มีคุณลักษณะดังกล่าวได้  
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1) Apache Hadoop  
 Apache Hadoop เป็น software framework ที่สามารถจัดการกับชุดข้อมูลขนาด
ใหญ่ (large dataset) และมีการประมวลผลแบบกระจาย (distributed processing) บนเครื่อง
คอมพิวเตอร์ที่เชื่อมต่อกันเป็นกลุ่ม (cluster) โดย Hadoop มีหน้าที่หลัก ๆ อยู่สองหน้าที่ คือ 1) 
บริหารจัดการหน่วยเก็บข้อมูล (storage management) และ 2) บริหารจัดการทรัพยากรสําหรับ
การประมวลผล (computing resource management)   
 เมื่อการเก็บข้อมูลขนาดใหญ่ในเครื่องเดียวนั้นแทบเป็นไปไม่ได้ การกระจายข้อมูล
เข้าไปเก็บไว้เป็นบล็อก (Block) ในหลาย ๆ เครื่องและแบ่งไปตามขนาดจึงเป็นเรื่องที่สามารถทําได้ 
Hadoop Distributed File System (HDFS) ทําหน้าที่เป็นส่วนของระบบจัดการไฟล์ (File System)  
เพื่อให้ข้อมูลกระจายไปอยู่ตามเครื่องคอมพิวเตอร์หรือโหนดในระบบได้อย่างถูกต้อง และเพื่อป้องกัน
การเกิดปัญหาข้อผิดพลาดที่ทําให้ข้อมูลเสียหาย  

HDFS  จะทําการกระจายข้อมูลออกไปเก็บไว้ในโหนดต่าง ๆ เช่น ข้อมูลมีขนาด 
500 MB ใน HDFS จะแบ่งข้อมูลออกเป็นก้อน ๆ เรียก บล็อก (Block) ที่มีขนาด 128 MB ซึ่งเป็น
ขนาดที่กําหนดไว้โดยระบบปฏิบัติการ HDFS แต่ก็สามารถเปลี่ยนแปลงค่าได้ตามต้องการ ยกตัวอย่าง
บล็อกที่มีขนาด 128 MB ดังนั้นข้อมูลขนาด 500 MB จะถูกแบ่งเป็นบล็อกเท่า ๆ กัน 3 บล็อก แล้ว
เก็บที่เหลือขนาด 116 MB ไว้ในบล็อกที่ 4 แสดงดังภาพที่ 10 

 

 
 

ภาพที่ 10 การกระจายข้อมูลไปเก็บไว้ในแต่ละบล็อก 
 

HDFS ประกอบไปด้วย 2 ส่วนย่อย คือ 
- NameNode (Master Node) คือ ส่วนเก็บ Metadata หรือข้อมูลที่อธิบาย

รายละเอียดเกี่ยวกับข้อมูล เช่น จํานวนของบล็อก เครื่องที่จัดเก็บ ข้อมูลถูกเก็บไว้ที่ไหน   
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- DataNode (Slave Node) คือ ส่วนที่เก็บข้อมูลจริง ๆ ของ HDFS ทําหน้าที่
อ่าน เขียนตามคําสั่ง และทําหน้าที่ทําสําเนาข้อมูล (Replica) ของแต่ละบล็อกเก็บไว้ในอีก 
DataNode เพื่อป้องกันการสูญหายของข้อมูล (fault-tolerant) 
 

2) Apache Kafka 
 Apache Kafka เป็นแพลตฟอร์มสตรีมมิ่งแบบกระจาย (distributed streaming 
platform) หรือ Message Broker ที่สามารถจัดการกับข้อมูลที่ถูกสร้างขึ้นอย่างต่อเนื่องจาก
แหล่งข้อมูลจํานวนมาก (Streaming Data) ซึ่งจะต้องผ่านการประมวลผลตามลําดับทีละ record 
แสดงดังภาพที่ 11 
 

 
(a)  
 

 
(b) 

ภาพที่ 11 Apache Kafka แพลตฟอร์มสตรีมมิ่งแบบกระจาย 
 
Apache Kafka สามารถนํามาสร้างเป็นระบบ real-time streaming data pipeline ที่มีความ
น่าเชื่อถือในการรับข้อมูลระหว่างระบบ (system) ได้ และถูกนําไปประยุกต์กับระบบส่งต่อข้อความ 
(messaging System)  เครื่องมือบันทึกกิจกรรม (activity Tracking)  รวบรวมเก็บ Log (log 
aggregation) และการประมวลผลแบบต่อเนื่องของข้อมูล (stream processing) เช่นเดียวกับระบบ
แนะนําบทความข่าว (recommending news articles)   
 
 จุดเด่นของ Apache Kafka  

- จัดการกับ real-time data feed ได้อย่างมีประสิทธิภาพ 
- Publish และ Subscribe กับ Stream ของ records ข้อมูลได้เหมือนกับ 

message queue หรือ enterprise messaging system 
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- เก็บ Stream ของ records ข้อมูลในแนวทางที่ทนต่อความผิดพลาด 
(fault-tolerance durable) 

- ดําเนินการกับ Stream ของ records ข้อมูลทันที่ที่เกิดขึ้น (real-time 
processing) 

- มีการกระจาย (distributed) การเก็บข้อมูลใน clusters 
- มีความยืดหยุ่น (resilient architecture) เช่น มีการทําสําเนาข้อมูลซ้ํา 

(replication) 
- มีการทนต่อความเสียหาย (fault tolerant) 
- มีความสามารถในการขยายเชิงขนาน หรือ เพิ่มเครื่อง (node) ใน cluster 

ได้ (horizontal scalability) 
- มีประสิทธิภาพด้านความเร็ว (latency น้อยกว่า 10ms) 
- ระบบใหญ่  ๆ ที่ ใช้  Apache Kafka  เช่น  Linkedin, Netflix, AirBnB, 

Yahoo, Wallmart  

2.2  งานวิจัยที่เกี่ยวข้อง 

รายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs) ได้รับความนิยมแพร่หลายไปทั่วโลกทําให้มี
จํานวนรายวิชาหลายพันรายวิชาและมีผู้เรียนหลายล้านคนจากทั่วโลก [13]  นักวิจัยเริ่มสนใจที่จะ
ศึกษาวิจัยเกี่ยวกับการจัดการเรียนการสอนผ่านระบบรายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs) 
ด้วยปริมาณของรายวิชาและผู้เรียนที่เพิ่มขึ้นอย่างรวดเร็วเป็นปริมาณมหาศาลดังภาพที่ 1 และตาราง
ที่ 1 การวิเคราะห์ข้อมูลจํานวนมากนั้นต้องใช้เทคนิควิธีที่เหมาะสม  Du และคณะ [14] นําเสนอ
งานวิจัยเกี่ยวกับการวิเคราะห์ข้อมูลในรายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs) โดยใช้วิธีการ
ทางเทคนิคเหมืองข้อมูล (Data mining) ร่วมกับการจัดการข้อมูลขนาดใหญ่ (Big data) พบว่า
สามารถใช้วิธีการทางเหมืองข้อมูลร่วมกับการจัดการข้อมูลขนาดใหญ่ในการวิเคราะห์เพื่อหารายวิชาที่
เป็นที่นิยมโดยให้แสดงผลในรูปแบบกราฟฟิกแยกตามที่อยู่ของผู้เรียนได้  

Yang และคณะ [15] สามารถคาดการณ์ผลการเรียนจากพฤติกรรมการเรียนรู้ของผู้เรียนโดย
ใช้โครงข่ายประสาทเทียมอนุกรมเวลา (Time series neural networks) แบบโครงข่ายประสาทแบบ
วนซ้ํา (Recurrent neural networks) ประมวลผลกับข้อมูลการทําแบบทดสอบ (Assessment 
performance) และข้อมูลพฤติกรรมการดูวิดีโอ (Video watching behavior) ของผู้เรียน โดยสร้าง
ตัวแบบจํานวนสองตัวแบบ คือ การเรียนรู้จากการทําแบบทดสอบเพียงอย่างเดียว (Learning from 
quiz features only, FTSNN)  และการเรียนรู้จากข้อมูลคุณลักษณะของพฤติกรรมและข้อมูลผลการ
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ทําแบบทดสอบ (Behavioral features and quiz features, IFTSNN)  พบว่าตัวแบบที่ได้ออกแบบ
ทั้งสองตัวแบบนั้นให้ประสิทธิภาพที่ดีกว่าค่าเฉลี่ยของประสิทธิภาพในอดีตที่ผ่านมาโดยเฉลี่ยมากกว่า 
60% และมีค่าการถดถอย (Lasso regression baseline) มากกว่า 15%  ตัวแบบดังกล่าวแสดงให้
เห็นถึงความเป็นไปได้ในการคาดการณ์ผลการเรียนในรายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs ) 
ได้ และยังพบว่าคุณลักษณะของข้อมูลเหตุการณ์บนวิดีโอทั้งแปดคุณลักษณะนั้นมีความสําคัญเท่า
เทียมกันไม่ได้มีคุณลักษณะใดคุณลักษณะหนึ่งที่เด่นชัดส่งผลต่อประสิทธิภาพของตัวแบบ ดังนั้นตัว
แบบของผู้วิจัยสามารถใช้เพื่อตรวจจับผู้เรียนที่มีคะแนนผลการทดสอบต่ําตั้งแต่ในช่วงต้นของการ
เรียนได้ ทําให้ผู้สอนเข้าเปลี่ยนแปลงการเรียนการสอนได้อย่างอัตโนมัติเพื่อกําหนดเป้าหมายของ
ผู้เรียนเหล่านี้ใหม่  นอกจากนี้พบว่าตัวแบบ FTSNN มีแนวโน้มที่จะดีกว่าตัวแบบ IFTSNN เล็กน้อย 
เมื่อผู้เรียนมีการคําตอบคําถามบางส่วน 

ข้อมูลการคลิกในวิดีโอของผู้เรียนสามารถสะท้อนศักยภาพของผู้เรียนและสะท้อนคุณภาพ
ของสื่อการสอนประเภทวิดีโอได้ เช่น การวิเคราะห์จุดสูงสุดของการคลิกบนวิดีโอจากรายวิชา
ออนไลน์แบบเปิดสู่มวลชน (PeakVizor: Visual analytics of peaks in video clickstreams from 
Massive Open Online Courses) [16] PeakVizor เป็นวิชวลไลเซชัน (Visualization) ที่ช่วยให้
อาจารย์ประจํารายวิชาและผู้เชี่ยวชาญด้านการศึกษาสามารถวิเคราะห์กลุ่มวิดีโอที่มีจํานวนการคลิก
จํานวนมากได้นําไปสู่การค้นพบใหม่ๆ เกี่ยวกับพฤติกรรมการเรียนรู้ในระบบจัดการรายวิชา (MOOC 
Platform) รายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs) ทางทีมวิจัยสามารถออกแบบและสร้าง 
PeakVizor ให้แก้ไขปัญหาหรืออุปสรรคต่าง ๆ ที่การแสดงข้อมูลวิดีโอสตรีมจากรายวิชาออนไลน์แบบ
เปิ ดสู่ ม วลชน  ( Visualizing Video Clickstream Data from Massive Open Online Courses, 
VisMOOC)  ไม่สามารถทําได้ และยังเพ่ิมประสิทธิภาพด้านการคัดกรองข้อมูลการคลิกของผู้เรียนตาม
เกณฑ์ต่าง ๆ สามารถวิเคราะห์กราฟได้หลายกราฟในเวลาเดียวกัน และใช้รูปแบบกราฟต่าง ๆ เพื่อ
อธิบายผลการวิเคราะห์ได้อย่างละเอียดและเข้าใจมากยิ่งขึ้น  Fu และคณะ [17] นําเสนอวิชวลไลเซ
ชันชื่อ iForum โดยใช้ SeededLDA ในการแยกแยะหัวข้อจากกระดานสนทนา (Forums) ร่วมกับ
เทคนิคการประมวลผลภาษาธรรมชาติ (Natural language processing techniques)  พบว่าในการ
วิเคราะห์ของ iForum บางส่วนจําเป็นต้องปรับปรุงเพิ่มเติม เช่น การวิเคราะห์ความเชื่อมั่น  การใช้
กราฟในรูปแบบที่ให้ผู้ใช้งานสามารถเข้าใจได้ง่ายขึ้น และการลดความซ้ําซ้อนของเส้นที่แสดงผลใน 
iForum 

จากที่รายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs) ได้รับความนิยมเพิ่มขึ้นเรื่อย ๆ มี
นักเรียนทีล่งทะเบียนเรียนเป็นจํานวนมากแต่มีผูส้อนทีค่่อนข้างน้อย ดังน้ันการมีสว่นร่วมของผู้สอนใน
ขั้นตอนการเรียนการสอนจะต้องจํากัดเฉพาะงานที่สําคัญที่สุดเท่านั้น จึงส่งผลกระทบโดยตรงกับงาน
ด้านการประเมินที่มุ่งเน้นการตรวจสอบความสามารถของผู้เรียน  Capuano และคณะ [18] เสนอ
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แนวความคิดการประเมินผลโดยเพื่อนร่วมชั้นเรียนประเมินกันเองโดยอาศัยการตัดสินใจแบบกลุ่มเข้า
มาร่วม ในงานวิจัยฉบับนี้จะค้นหาเกี่ยวกับการประเมินตามลําดับขั้นแบบฟัซซี่ (Fuzzy Ordinal Peer 
Assessment, FOPA)  การแบบประเมินผลโดยเพื่อนในรูปแบบใหม่ตามทฤษฎีฟัซซี่เซต (Fuzzy 
sets) และการใช้เทคนิคการตัดสินใจกลุ่ม (Group Decision Making, GDM) 

จากความหลากหลายรายวิชาที่เกิดขึ้นในรายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs) ทําให้
อาจเป็นเรื่องยากสําหรับผู้เรียนในการเลือกรายวิชา  Zhang และคณะ [19] พัฒนางานวิจัยเรื่อง 
“MCRS: A Course Recommendation System for MOOCs”  เพื่อให้สามารถแนะนํารายวิชาที่
เหมาะสมแก่ผู้เรียน โดยหาความสัมพันธ์ของข้อมูลผู้เรียนในอดีตเพื่อใช้ในการแนะนํารายวิชาให้กับ
ผู้เรียนใหม่ต่อไปด้วยวิธี Apriori algorithm และจากการเปรียบเทียบการประมวลผลข้อมูลบน 
Spark พบว่า Apriori algorithm บน Spark มีประสิทธิภาพที่มากกว่า Apriori algorithm บน 
Hadoop  งานวิจัย “MOOCRC: A Highly Accurate Resource Recommendation Model for 
Use in MOOC Environments” [20] ถูกนําเสนอสําหรับให้คําแนะนํารายวิชาในสภาพแวดล้อม 
MOOCs โดยใช้เทคนิค Deep belief networks  (DBNs) จากผลการวิจัยพบว่าเมื่อนํา MOOCRC 
ไปเทียบกับเทคนิคห้าอันดับแรกของระบบให้คําแนะนํา คือ Content-based, KNN, Singular value 
decomposition (SVD), Restricted boltzmann machines (RBM) พบว่า MOOCRC มีค่า Root 
mean square error (RMSE) ที่น้อยกว่า 67.48% ซึ่งถือว่าดีที่สุดเมื่อเปรียบเทียบวิธีการที่กล่าวมา  

การแนะนํารายวิชาที่เหมาะสมกับผู้เรียนโดยเฉพาะเป็นรายบุคคลเป็นงานที่ท้าทายและ
น่าสนใจมาก Wang และคณะ [5] ปรับปรุงวิธีสําหรับการแนะนํารายวิชาในรายวิชาออนไลน์แบบเปิด
สู่มวลชน (MOOCs) ให้กับผู้เรียนเฉพาะรายบุคคล โดยเสนอขั้นตอนวิธีการให้น้ําหนักแบบหลายแอ
ตทริบิวต์ (Multi-attribute weight algorithm, MAWA) ซึ่งประกอบด้วยน้ําหนักของ แอตทริบิวต์ 
(Weight of the attributes) และน้ําหนักประจําของแอตทริบิวต์ (Weight of attribute values) 
กับ Collaborative filtering จากการวิจัยพบว่า MAWA มีประสิทธิภาพสูงกว่าวิธี Collaborative 
filtering และขั้นตอนวิธี Uncertain neighbors ’collaborative filtering recommendation  สรุป
ข้อมูลงานวิจัยเกี่ยวข้องกับรายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs) ดังตารางที่ 4  
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บทที่ 3 
วิธีด าเนินการวิจัย 

 
การศึกษาและวิจัยในครั้งนี้มีวัตถุประสงค์เพื่อศึกษาขั้นตอนวิธีที่เหมาะสมสําหรับนําไปสร้าง

ตัวแบบระบบแนะนํารายวิชาในรายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs) ด้วยเทคนิคข้อมูลขนาด
ใหญ่ (Big Data)  เพื่อนําไปปรับปรุงเทคนิคระบบแนะนํารายวิชาสําหรับข้อมูลขนาดใหญ่ (Big Data) 
ให้เหมาะสมและมีประสิทธิภาพ และนําไปพัฒนาเป็นตัวแบบระบบแนะนํารายวิชาในรายวิชา
ออนไลน์แบบเปิดสู่มวลชน (MOOCs) เพื่อแนะนํารายวิชาให้กับผู้เรียนต่อไป ก่อให้เกิดประโยชน์แก่
วงการด้านการศึกษาอย่างมาก เช่น ผู้เรียนสามารถเข้าถึงรายวิชาได้ตรงกับความต้องการ ผู้เรียนได้รับ
คําแนะนําหรือกระตุ้นให้เกิดการเรียนรู้ ผู้สร้างรายวิชาสามารถที่จะสร้างรายวิชาซึ่งตรงกับความ
ต้องการของผู้เรียนได้มากขึ้นตรงกับความต้องการของคนรุ่นใหม่ที่ต้องการเรียนรู้สิ่งต่าง ๆ ที่
เฉพาะเจาะจง งานวิจัยฉบับนี้มีขั้นตอนการดําเนินการวิจัยดังนี้  

3.1 การกําหนดปัญหา การตั้งโจทย์ สมมุติฐานงานวิจัย 
3.2 เครื่องมือและอุปกรณ์ที่ใช้ในการพัฒนางานวิจัย 
3.3 ข้อมูลที่ใช้ในการวิจัย (Data Overviewing) 
3.4 การสํารวจข้อมูลด้วย Exploratory Data Analysis (EDA)  
3.5 การกําหนดตัวแบบ (Model Creating) 
3.6 การกําหนดสถาปัตยกรรมระบบแนะนํารายวิชา 

 
3.1 การก าหนดปญัหา การตั้งโจทย์ สมมุติฐานงานวิจัย  

ในโลกอินเทอร์เน็ตมีข้อมูลมากมายมหาศาล การที่จะค้นหาข้อมูลจํานวนมากนี้อาจต้องใช้
เวลาจึงจะพบข้อมูลที่ต้องการ ดังนั้นหากมีระบบแนะนํา (Recommendation system, RS) ก็จะ
ช่วยอํานวยความสะดวกให้การค้นหาแคบลงและสะดวกรวดเร็วมากขึ้น  ซึ่งรายวิชาออนไลน์แบบเปิด
สู่มวลชน (MOOCs) เป็นแหล่งเรียนรู้ออนไลน์ขนาดใหญ่ที่มีรายวิชาหลายพันรายวิชาและมีผู้เรียน
หลายล้านคน 

ความรู้ในโลกอินเทอร์เน็ตเป็นความรู้ที่มีการพัฒนาอยู่เสมอ มีการอัพเดทข้อมูลที่ทันสมัย 
ดังนั้นหากมีระบบแนะนํารายวิชาในรายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs)  ก็จะทําให้เป็นการ
สร้างโอกาสทางการเรียนรู้อย่างที่ไม่มีที่สิ้นสุด 
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ปัญหาที่พบ 

- ระบบคําแนะนําแบบดั้งเดิม (Traditional recommendation techniques) ประสบ
ปัญหาในการขยายขนาด (scale out) ส่งผลให้ระบบคําแนะนํามีคุณภาพไม่ดีเท่าที่ควร ไม่สามารถ
รองรับกับข้อมูลที่มีขนาดใหญ่ โดยเฉพาะอย่างยิ่งเมื่อมีตัวเลือกให้เลือกมากมาย กลายเป็นเรื่องยาก
สําหรับผู้คนที่จะค้นหาสิ่งที่ต้องการหรือสิ่งที่พวกเขาสนใจ 

- ระบบแนะนํารายวิชามักจะอยู่ในสภาพแวดล้อมแบบปิดใช้งานแค่ในส่วนของตนเอง
เท่านั้น ทําให้ไม่สามารถนํามาประยุกต์ใช้ในวงกว้างได้ 

- ระบบแนะนํารายวิชาใน MOOCs ยังคงใช้เทคโนโลยีในการจัดเก็บข้อมูลและประมวลผล
ข้อมูลแบบเดิมทําให้ไม่สามารถใช้งานได้จริงตามสถานการณ์ที่ข้อมูลมีการเปลี่ยนแปลงและเพิ่มขึ้น
อย่างรวดเร็ว 

- การเรียนใน MOOCs มีอัตราการออกกลางคันของผู้เรียน ซึ่งสาเหตุส่วนหนึ่งมาจากวิชาที่
เรียนไม่ตรงกับความต้องการของผู้เรียน 

สมมุติฐานงานวิจัย 

- การประยุกต์ใช้ Apache platform ในระบบคําแนะนําจะทําให้ระบบสามารถรองรับการ
ปรับขนาดข้อมูลในหน่วยเก็บข้อมูล (storage) ในรูปแบบแนวนอน (scale-out)  รองรับกับข้อมูลที่มี
ขนาดใหญ่ได้  และทําให้ระบบคําแนะนํามีคุณภาพที่ดีขึ้น 

- การสร้างตัวแบบระบบคําแนะนําด้วยโครงข่ายประสาทเทียมเชิงลึก  (Deep Neural 
Network) ร่ ว มกั บ  Long Short-Term Memory (LSTM) จ ะช่ ว ย ให้ คุณภาพขอ งตั ว แบบมี
ประสิทธิภาพที่ดีขึ้น 

- ระบบคําแนะนํารายวิชาจะเข้ามาช่วยพัฒนาคุณภาพการศึกษาให้ดีขึ้น เช่น  อัตราการ
ออกกลางคันของผู้เรียนในระบบออนไลน์ ส่งเสริมให้เกิดการเรียนรู้ตลอดชีวิต  
 
3.2 เครื่องมือและอุปกรณ์ที่ใช้ในการพฒันางานวิจัย 

3.2.1 ฮาร์ดแวร์ที่ใช้ในการวิจัย ประกอบด้วย 
1) เครื่องคอมพิวเตอร์แม่ข่าย 

- หน่วยประมวลผล Intel(R) Xeon(R) CPU E5-1650 0 @ 3.20GHz, 6 core 

- หน่วยความจํา 32 GB 
2) การ์ดหน่วยประมวลผลด้านกราฟฟิก (GPU) GEFORCE RTX 2080 Ti 

- RTX-OPS 78T 

- Boost Clock 1635 MHz (OC) 
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- Frame Buffer 11GB GDDR6 

- Memory Speed 14 Gbps 
3.2.2 ซอฟต์แวร์ที่ใช้ในการวิจัย ประกอบด้วย 

- โปรแกรมพัฒนาชุดคําสั่งคอมพิวเตอร์ใช้ Jupyter Notebook และโปรแกรม 
Python 3 

- โปรแกรม Deep Learning Library ใช้ TensorFlow V. 1.13 และ Keras V. 
2.2.4 
 
3.3 ข้อมูลที่ใช้ในการวิจัย (Data Overviewing) 

การรวบรวมข้อมูล เป็นการความเข้าใจกับข้อมูลว่าข้อมูลที่นํามาใช้มีลักษณะอย่างไร 
แหล่งข้อมูลอยู่ที่ใด ข้อมูลมีความถูกต้องน่าเชื่อถือหรือไม่ ข้อมูลที่ได้มีปริมาณมากพอหรือยังเป็น
ข้อมูลที่เหมาะสมและมีรายละเอียดเพียงพอต่อการนําไปใช้ในการวิเคราะห์หรือไม่  

จากการศึกษางานวิจัยที่เกี่ยวข้องพบว่า การวิจัยเกี่ยวกับ MOOCs นั้นมีพอสมควร เช่น การ
วิจัยเก่ียวกับการหยุดเรียนกลางคันของผู้เรียน  การวิเคราะห์พฤติกรรมของผู้เรียนใน MOOCs  ระบบ
แนะนํารายวิชาใน MOOCs ซึ่งจากการศึกษางานวิจัยน้ัน ๆ ข้อมูลที่ผู้วิจัยนํามาใช้ ส่วนใหญ่เป็นข้อมลู 
MOOCs ของประเทศที่ผู้วิจัยพํานัก แต่ก็มีงานวิจัยบางส่วนที่ไม่สามารถใช้ข้อมูลภายในประเทศของ
ตนเองได้ จําเป็นต้องอาศัยข้อมูล MOOCs ที่เปิดเผยแบบสาธารณะและอนุญาตให้นักวิจัยสามารถใช้
เพื่อการวิจัยได้คือชุดข้อมูลของ MITx and HarvardX  และเป็นชุดข้อมูลที่เป็นที่นิยมที่นักวิจัยได้
สร้างผลงานวิจัยและสามารถตีพิมพ์เผยแพร่ในฐานข้อมูลที่มีชื่อเสียงอย่างเช่น Scopus    

ดังนั้นผู้วิจัยจึงเลือกใช้ชุดข้อมูล MOOCs ของ MITx and HarvardX  ชดุข้อมูลชื่อ “The 
HarvardX-MITx Person-Course Academic Year 2013 De-Identified dataset รุ่น 2.0” [21] 
สร้างขึ้นเมื่อวันที่ 14 พฤษภาคม พ.ศ.2557 ชื่อไฟล์ HMXPC13_DI_v1_5-14-14.csv  ชุดข้อมูลชือ่ 
“The HarvardX-MITx Person-Course Academic Year 2013 De-Identified dataset รุ่น 2.0” 
ประกอบด้วยรายวิชาจํานวนรายวิชา 16 รายวิชา  แอตทริบิวต์จํานวน 18  แอตทริบิวต์ และเรคค
อร์ดจํานวน 641,138 เรคคอร์ด รายละเอียดแสดงดังตารางที่ 5   
 
 
 
 
ตารางที่ 5 รายละเอียดของแอตทริบิวต์ 
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ล าดับที ่ ชื่อแอตทริบิวต์ ค าอธบิาย 
1.  course_id (CI) รหัสรายวิชา (ประกอบด้วยสถาบันการศึกษา, ภาคเรียน, รหัส

รายวิชา) 
2.  user_id  รหัสประจําตัวผู้เรียน 
3.  registered สถานะการลงทะเบียนเรียน (ค่าข้อมูลเป็น 1 ถ้านักเรียน

ลงทะเบียนเรียน) 
4.  Viewed (Vi) สถานะการเข้าถึงแท็บรายวิชา (ค่าข้อมูลเป็น 1 ถ้านักเรียน

เข้าถึงแท็บรายวิชา เช่น วิดีโอ แบบทดสอบ แบบฝึกหัด) 
5.  Explored (EP) สถานะการเข้าไปสํารวจในรายวิชา (อย่างน้อยครึ่งหนึ่งของ

รายวิชาที่เขาลงทะเบียน) 
6.  Certified (CT) สถานะผลการเรียน (ค่าข้อมูลจะเป็น 1 ถ้าผู้เรียนสําเร็จ

การศึกษา) 
7.  Final_cc_cname (LR) ชื่อประเทศ/ตําแหน่งที่อยู่ของผู้เรียน 
8.  LoE (LE) การศึกษาระดับสูงสุดของผู้เรียน 
9.  YoB (YB) ปีเกิดของผู้เรียน 
10.  Gender (GN) เพศของผู้เรียน 
11.  Grade (Gr) ผลการเรียนของผู้เรียน 
12.  start_time (ST) วันที่ผู้เรียนลงทะเบียนรายวิชา 
13.  last_event วันที่มีการโต้ตอบล่าสุดกับรายวิชา 
14.  nevents จํานวนครั้งของการโต้ตอบที่ผู้เรียนทํากับรายวิชา 
15.  ndays_act จํานวนวันที่ไม่ซ้ํากันของนักเรียนที่มีปฏิสัมพันธ์กับรายวิชา 
16.  nplay_video จํานวนวิดีโอที่ผู้เรียนเปิดด ู
17.  Nchapters (NC) จํานวนบทเรียนที่ผู้เรียนเข้าถึง 
18.  nforum_posts จํานวนโพสต์ในฟอรั่มสนทนาที่ผู้เรียนโพสต์ 
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3.4 ส ารวจข้อมูลด้วย Exploratory Data Analysis (EDA) 

เทคนิคการเลือกข้อมูลที่ดีทําให้สามารถเลือกข้อมูลที่มีความสําคัญและสามารถใช้เป็น
ตัวแทนของข้อมูลส่วนใหญ่ได้ กระบวนการ Exploratory Data Analysis  คือ กระบวนการตรวจสอบ 
สํารวจข้อมูลเบื้องต้น เพื่อทําความเข้าใจข้อมูลในแต่ละคุณลักษณะ (Feature) เช่น ข้อมูลเป็นชนิด
อะไร ข้อมูลเป็นแบบต่อเนื่องหรือไม่ต่อเนื่อง ช่วงของข้อมูลกว้างแค่ไหน การกระจายของข้อมูลเป็น
อย่างไร มีข้อมูลขาดหายไปหรือไม่ แต่ละคุณลักษณะ (Feature) เชื่อมโยงกันอย่างไร โดยมีขั้นตอน
ต่าง ๆ ดังนี้ 

ขั้นตอนที่ 1 การเตรียมข้อมูล (Data Wrangling, Data Transformation + Data 
Cleaning)  

- การลบ space ในข้อมูลที่เกินมา (Remove extra white spaces) 

- การทําให้ค่าทั้งหมดอยู่ในมาตรฐานเดียวกัน (Normalize values) 

- จัดการกับแถวที่มีข้อมูลหายไป (Handle missing values) 
ขั้นตอนที่ 2 การวิเคราะห์ข้อมูล (Data Analysis) 

- ความสัมพันธ์ต่าง ๆ ของตัวแปร 

- การหา Patterns ที่ปรากฏ 

- การคํานวณค่าสถิติต่าง ๆ 
ขั้นตอนที่ 3 การแสดงผลข้อมูล (Data Visualization) 

การสร้างกราฟ หรือ Chart ต่าง ๆ เพื่อให้เราเข้าใจ insights ได้ง่ายขึ้น 
 

จากขั้นตอนการสํารวจข้อมูลด้วย Exploratory Data Analysis (EDA) ค่าความสัมพันธ์
ระหว่างตัวแปรแสดงดังตารางที่ 6 
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ตารางที่ 6 ค่าสัมประสิทธิ์สหสัมพันธ์ระหว่างตัวแปร 

 
  
จากตารางที่ 6 เห็นได้ว่าแอตทริบิวต์  Final_cc_cname (LR), LoE (LE), YoB (YB) และ Gender 
(GN) มีค่าสหสัมพันธ์ (Correlation) โดยส่วนใหญ่มีความสัมพันธ์กันสูงในทางลบ (จากภาพปรากฏ
เป็นไฮไลท์สีแดง) ซึ่งสามารถน ามาใช้เป็นตัวแทนของข้อมูลในกลุ่ม User profile ได้ และแอตทริบวิต์ 
course_id (CI), Institution (IS), viewed (Vi), explored (EP), certified (CT), grade (Gr), 
start_time (ST), nchapters (NC) โดยส่วนใหญ่มีความสัมพันธ์กันสูงในทางบวก (จากภาพปรากฏ
เป็นไฮไลท์สีเขียว)  

 
3.5 การก าหนดตวัแบบ (Model Creating) 

 จากการศึกษางานวิจัยที่เกี่ยวข้อง ผู้วิจัยพบว่ามีขั้นตอนวิธีมากมายหลากหลาย ซึ่งแต่ละวิธีมี
ข้อดีและข้อบกพร่องแตกต่างกันไป ดังนั้นผู้วิจัยเลือกศึกษาขั้นตอนวิธีจํานวน 3 วิธี ได้แก่ 1) กฎ
ความสัมพันธ์ (Association rule)  2) โครงข่ายประสาทเทียมเชิงลึก (Deep neural network, 
DNN) และ 3) โครงข่ายประสาทเทียมเชิงลึก (Deep neural network, DNN) ร่วมกับหน่วยความจํา
สั้นระยะยาว Long Short-Term Memory (LSTM) โดยมีรายละเอียดในแต่ละขั้นตอนวิธีดังนี้  

3.5.1 ขั้นตอนวิธีแบบกฎความสัมพันธ์ 

1) หลักการกฎความสัมพันธ ์(Association rule) 
กฎความสัมพันธ์เป็นหนึ่งในเครื่องมือที่ใช้หาความสัมพันธ์ของข้อมูล 

Apriori algorithm เป็นรูปแบบของ Itemset ที่มักเกิดร่วมกัน (Frequent itemsets) คือ ถ้าเรียน
วิชา A มักจะเรียนวิชา B ด้วย เป็นการนํา Frequent itemsets มาสร้างเป็นกฎความสัมพันธ์ของ
ข้อมูล (Association Rules) หรือเรียกว่า Market Basket Analysis โดย Association Rules จะ
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กําหนดเงื่อนไขว่า Frequent itemsets นั้นต้องมีค่าสนับสนุนที่ยอมรับได้ (Minimum Support) 
มากกว่าที่กําหนด  

 
2) แนวคิดพ้ืนฐานเกี่ยวกับกฎความสัมพันธ์ (Association rule) 

- กําหนดให้  D เป็นเซตของทรานแซคชั่น และแต่ละทรานแซคชั่น
ประกอบด้วยเซตของรายการ (items) 

- กําหนดให้ I แทนเซตของรายการ โดยที่ I = {i1 , i2 , in} 

- Itemsets เป็นเซตของรายวิชา 

- K-Itemsets เป็น Itemsets ที่ประกอบด้วย k รายการ 

- Frequent Itemsets เป็น Itemsets ที่มีsค่าสนับสนุน (support) มากกว่า
หรือเท่ากับค่าสนับสนุนที่กําหนด (minimum support threshold) 

 
3) ตัวชีว้ัดที่ใช้ในการหากฎที่มีความสนใจ 

กฎความสัมพันธ์ที่สนใจ คือ กฎความสัมพันธ์ที่มีค่าสนับสนุน  (Support)  
มากกว่าหรือเท่ากับค่าสนับสนุนที่กําหนด (Minimum support threshold) คือ 50% และค่าความ
เชื่อมั่น (Confidence) ที่มีค่ามากกว่าหรือเท่ากับค่าความเชื่อมั่นที่กําหนด (Minimum confidence 
threshold) คือ 50% 

ค่าสนับสนุน (Support)  เป็นค่าที่บ่งบอกว่าเหตุการณ์ A กับ B มีความถี่ใน
การเกิดขึ้นมากน้อยแค่ไหน ดังสมการที่ (8) 

 
𝑠𝑢𝑝𝑝𝑜𝑟𝑡(𝐴 → 𝐵) = 𝑃(𝐴 ∪ 𝐵) 

 
                         หรือ 
 

𝑠𝑢𝑝𝑝𝑜𝑟𝑡(𝐴 → 𝐵) =  จํานวนทรานแซคชั่นที่ปรากฎรายการทั้ง 𝐴 และ 𝐵 
 

 
 

ค่าความเชื่อมั่น (Confidence) คือ ค่าที่บอกว่าเมื่อเกิดเหตุการณ์ B แล้ว มี
โอกาสที่จะเกิดเหตุการณ์ A มากน้อยแค่ไหน เช่น Confidence = 100% แสดงว่าผู้เรียนที่เรียน
รายวิชา B ก็จะเรียนรายวิชา A ด้วยทุกครั้ง ดังสมการที่ (9)  

สมการที่ (8) 
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𝑐𝑜𝑛𝑓𝑖𝑑𝑒𝑛𝑐𝑒(𝐴 → 𝐵) = 𝑃(𝐵 | 𝐴) = 𝑃(𝐴 ∪ 𝐵) | 𝑃(𝐴)  
 
                                           หรือ 

 

𝑠𝑢𝑝𝑝𝑜𝑟𝑡(𝐴 → 𝐵) =  
จํานวนทรานแซคชั่นที่ปรากฎรายการทั้ง A และ B

จํานวนทรานแซคชั่นที่ปรากฎรายการ A
 

 
 

4) ขั้นตอนวิธี Apriori Algorithm  

แบ่งข้อมูลเป็นชุดฝึกสอน (Training set) 80% ได้ 512,910 รายการ และชุดทดสอบ (Test set) 20% 
ได้ 128,228 รายการ  
 

• Lk: frequent k-itemset, satisfy minimum support 

• Ck: candidate k-itemset, possible frequent k-itemsets 

L1 = {frequent 1-itemsets}; 

For (k=2; Lk-1 ≠ 0; k++) do begin 

 Ck = apriori-gen(Lk-1); 

 For each transactions t ∈ D do begin 

  Ct  = subset(CK, t) 

  For each candidate c ∈ Ct  do 

   c.count++; 

 end 

 Lk  = { c ∈ Ck | c.count ≥  minsup} 

and 

Answer = UkLk 

สมการที่ (9) 
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3.5.2 ขั้นตอนวิธีแบบโครงข่ายประสาทเทียมเชิงลึก 

  โครงข่ายประสาทเทียมเชิงลึก (Deep neural network, DNN) ถูกสร้างมาจากการ
นําเอา Neural Network หลายๆ ชั้นมาต่อกัน โดยชั้นแรกสุดทําหน้าที่เป็นชั้นนําเข้าข้อมูล ( Input 
Layer) ชั้นสุดท้ายจะทําหน้าที่ส่งผลลัพธ์การประมวลผลออกมา (Output Layer) ส่วน ชั้นระหว่าง
ชั้นแรกสุดเเละชั้นสุดท้ายเรียกว่าชั้นซ่อน (Hidden layer) โครงข่ายประสาทเทียมเชิงลึกหรือการ
เรียนรู้เชิงลึก (Deep Learning) ถูกนําไปใช้ในงานหลาย ๆ ด้าน รวมถึงระบบการแนะนํา เช่น ระบบ
การแนะนําเพลง วิดีโอหรือภาพยนตร์และข่าว  
 

1) การทําความเข้าใจกับข้อมูล (Data Understanding) 
   จากขั้นตอนในข้อที่ 3.4 สํารวจข้อมูลด้วย Exploratory Data Analysis 
(EDA) ผู้วิจัยเลือกใช้ข้อมูลซึ่งประกอบด้วย User profile และ User behavior ดังตารางที่ 7 และ
ตารางที่ 8 ดังนี ้
 
ตารางที่ 7 รายละเอียดแอตทริบิวต์ (User profile) 

ล าดับที ่ ชื่อแอตทริบิวต์ ค าอธบิาย 
1 Final_cc_cname ชื่อประเทศ/ตําแหน่งที่อยู่ของผู้เรียน 
2 LoE การศึกษาระดับสูงสุดของผู้เรียน 
3 YoB ปีเกิดของผู้เรียน 
4 gender เพศของผู้เรียน 

 
ตารางที่ 8 รายละเอียดแอตทริบิวต์ (User behavior) 

ล าดับที ่ ชื่อแอตทริบิวต์ ค าอธบิาย 
1 viewed สถานะการเข้าถึงแท็บรายวิชา (ค่าข้อมูลเป็น 1 ถ้านักเรียน

เข้าถึงแท็บรายวิชา เช่น วิดีโอ แบบทดสอบ แบบฝึกหัด) 
2 explored สถานะการเข้าไปสํารวจในรายวิชา (อย่างน้อยครึ่งหนึ่งของ

รายวิชาที่เขาลงทะเบียน) 
3 certified สถานะผลการเรียน (ค่าข้อมูลจะเป็น 1 ถ้าผู้เรียนสําเร็จ

การศึกษา) 
4 grade ผลการเรียนของผู้เรียน 
5 nchapters จํานวนบทเรียนที่ผู้เรียนเข้าถึง 
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ล าดับที ่ ชื่อแอตทริบิวต์ ค าอธบิาย 
6 nevents จํานวนครั้งของการโต้ตอบที่ผู้เรียนทํากับรายวิชา 
7 ndays_act จํานวนวันที่ไม่ซ้ํากันของนักเรียนที่มีปฏิสัมพันธ์กับรายวิชา 
8 nplay_video จํานวนวิดีโอที่ผู้เรียนเปิดด ู
9 nforum_posts จํานวนโพสต์ในฟอรั่มสนทนาที่ผู้เรียนโพสต์ 

 
2) การเตรียมข้อมูล (Data Preparation) 

การเตรียมความพร้อมของข้อมูล มีรายละเอียดต่าง ๆ ดังนี ้
- จากข้อมูลทั้งสิ้น 641,138 รายการ 13 แอตทริบิวต์  นํามาทําความสะอาด

ข้ อมู ล  (Cleaning data) โดยแอตทริ บิ วต์  YoB, grade, nevents, ndays_act, nplay_video, 
nchapters และ  nforum_posts ที่ไม่มีข้อมูลจะถูกแทนที่ด้วย “0”  แอตทริบิวต์ gender ที่ไม่มี
ข้อมูลจะถูกแทนที่ดว้ย “3” ซึ่งหมายถึง “ไม่ระบุเพศ” และแอตทริบิวต์ LoE ที่ไม่มีข้อมูลจะถูกแทนที่
ด้วย “6” ซึ่งหมายถึง “ไม่ระบุวุฒิการศึกษา” หลังทําความสะอาดข้อมูล (Cleaning data) เสร็จสิ้น
ข้อมูลยังคงเหลือเท่าเดิม 

- กําหนดให้แอตทริบิวต์ Course_id เป็นคลาสผลเฉลย (Class Label) 
- ทํานอร์มัลไลเซชัน (Normalization) เพื่อลดความเหลื่อมล้ําของข้อมูล และ

ทําให้ข้อมูลอยู่ในช่วงเดียวกัน โดยใช้วิธี Min-Max Normalization โดยกําหนดให้อยู่ในช่วง (0 – 1) 
ดังสมการที่ (10) 

 

𝑣′ =  
𝑣−𝑚𝑖𝑛𝐴

𝑚𝑎𝑥𝐴− 𝑚𝑖𝑛𝐴
(𝑛𝑒𝑤_𝑚𝑎𝑥𝐴 −  𝑛𝑒𝑤_𝑚𝑖𝑛𝐴) + 𝑛𝑒𝑤_𝑚𝑖𝑛𝐴     สมการที่ (10) 

 
- เมื่อ v คือ ค่าของข้อมูลเดิม v’ คือ ค่าของข้อมูลใหม่ minA คือ ค่าที่น้อยที่สุด

ของชุดข้อมูลเดิม maxA คือ ค่าที่มากที่สุดของชุดข้อมูลเดิม new_minA คือ ค่าที่น้อยที่สุดช่วงชุด
ข้อมูลใหม่ new_maxA คือ ค่าที่มากที่สุดช่วงชุดข้อมูลใหม่ 

- แบ่งข้อมูลเป็นชุดฝึกสอน (Training set) 80% ได้ 512,910  รายการ และชุด
ทดสอบ (Testing set) 20% ได้ 128,228 รายการ ซึ่งเป็นวิธีที่เหมาะกับชุดข้อมูลขนาดใหญ ่

- เมื่อพิจารณาจ านวนของผู้เรียนในแต่ละรายวิชาพบว่าแต่ละรายวิชามีความถี่
ของผู้เรียนที่แตกต่างกันมาก ดังนั้นจึงท าการเพิ่มปริมาณข้อมูล (Data Augmentation) โดยการเพิ่ม
ข้อมูลในแต่ละรายวิชานั้นจะใช้วิธีสุ่ม หลังการเพิ่มข้อมูลเป็นที่เรียบร้อยแล้วท าให้แต่ละรายวิชามี
ความถี่ของผู้เรียนดังตารางที่ 9 
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ตารางที่ 9 แสดงจํานวนรายวิชาและจํานวนผู้เรียนในแต่ละรายวิชา  

 
 

3) การกําหนดตัวแบบ (Model Creating) 
พัฒนาตัวแบบโดยใช้โครงข่ายประสาทเทียมเชิงลึก  (Deep Neural 

Network)  

 
ภาพที่ 12 โครงข่ายประสาทเทียมแบบเพอรเ์ซปตรอนหลายชั้น (Multilayer Perceptron, MLP) 
โดยแต่ละชั้นซ่อน (Hidden layer) ใช้ฟังก์ชันการกระตุ้น (Activation Function) แบบ Sigmoid 
และใช้ Softmax ในชั้นสุดทา้ย    

จากภาพที่ 12 ซึ่งเป็นโครงข่ายของตัวแบบที่ผู้วิจัยออกแบบไว้ ขั้นตอนถัดไป
คือการพัฒนาตัวแบบโดยใช้วิธีการแบบการเรียนรู้ของเครื่องแบบลึก (Deep Learning) ด้วย
โครงสร้างแบบ Multilayer Perceptron แสดงดังภาพที่ 12 รายละเอียดดังนี ้

- กําหนดให้ชั้นข้อมูลนําเข้า (Input Layer) ประกอบด้วยข้อมูลนําเข้า จํานวน 
13 แอตทริบิวต ์
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- กําหนดจํานวนชั้นซ่อน (Hidden Layer) เป็นห้ารูปแบบ คือ 1,  3,  5,  7 
และ 9 ชั้น (ตามลําดับ) เพื่อหาจํานวนชั้นซ่อนที่เหมาะสมที่สุด ภาพที่ 13 แสดงตัวแบบชั้นซ่อน
จํานวน 9 ชั้น โดยแต่ละชั้นซ่อนมีจํานวนโหนดแต่ละชั้นคือ 26 ,  52,  104,  208,  416,  832,   
1664, 3328 และ 6656 ตามลําดับ รวมพารามิเตอร์ที่ต้องประมวลผลมากกว่า 29 ล้านตัว  

- กําหนดให้แอตทริบิวต์ Course_id เป็นคลาสผลเฉลย (Class Label) 
- ปรับค่าน้ําหนัก (Weight) และค่าไบแอส (bias) ที่เชื่อมต่อในแต่ละโหนด

เพื่อให้ผลลัพธ์ (Output) ใกล้เป้าหมายให้มากที่สุด โดยเลือกใช้อัลกอริทึมการเพิ่มประสิทธิภาพที่ชื่อ 
Nadam (Nadam Optimization Algorithms)  

- ใช้เทคนิคการปรับปรุงประสิทธิภาพและความเสถียรของโครงข่ายประสาท
เทียม  ซึ่งเรียกว่า การทําแบตนอร์มัลไลเซชัน (Batch Normalization) เพิ่มเข้าไปในแต่ละชั้นซ่อน 
(Hidden layer) แสดงในภาพที่ 13 
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ภาพที่ 13 ตัวแบบสําหรับระบบแนะนํารายวิชาจํานวนชั้นซ่อน 9 ชั้น โดยชั้นซ่อนลําดับที่ 1 มีโหนด 
26 โหนด ชั้นซ่อนลําดับที่ 2 มีโหนด 52 โหนด ชั้นซ่อนลําดับที่ 9 มีโหนด 6656 โหนด รวมมี
พารามิเตอร์ที่ใช้ทั้งสิ้นกว่า 29 ล้านพารามิเตอร ์
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- กําหนดค่าการเรียนรู้ (Learning Rate) เป็นสองรูปแบบ คือ 1e-3 และ 5e-4 
สําหรับการฝึกตัวแบบ  

- ใช้ฟังก์ชันการกระตุ้น (Activation Function) แบบ Sigmoid ในแต่ละชั้น
ชั้นซ่อน (Hidden Layer) และใช้ Softmax ในชั้นสุดท้าย แสดงในภาพที่ 12  

- กําหนดจํานวนรอบที่ให้ตัวแบบได้เรียนรู้ในขั้นฝึกสอนสูงสุดจํานวน 300 
Epoch 

4) การประเมินผล (Evaluation) 
การวัดและประเมินประสิทธิภาพของตัวแบบโดยใช้ข้อมูลชุดทดสอบ (Test 

set) 542,784 รายการ ด้วยการหาค่า Precision โดยประเมินผลลัพธ์การทํานายเปรียบเทียบกับ
ผลลัพธ์จริง ดังสมการที่ (11) 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =  
𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒

𝐴𝑐𝑡𝑢𝑎𝑙 𝑅𝑒𝑠𝑢𝑙𝑡𝑠
                                        สมการที่ (11) 

 

โดยที่ 

True Positive คือ ผลลัพธ์ที่ตัวแบบทํานายคลาสผลบวกของคลาสได้อย่างถูกต้อง   

Actual Results คือ ผลลัพธ์ที่แท้จริงทั้งหมดของคลาสผลบวก 

 

3.5.3 ขั้นตอนวิธีแบบโครงข่ายประสาทเทียมเชิงลึกร่วมกับหน่วยความจ าสั้นระยะยาว  

1) การทําความเข้าใจกับข้อมูล (Data Understanding) 
  จากขั้นตอนในข้อที่ 3.4 สํารวจข้อมูลด้วย Exploratory Data Analysis 
(EDA) ผู้วิจัยเลือกใช้ข้อมูลซึ่งประกอบด้วย User profile และ User behavior เป็นตัวแทนของ
ข้อมูล ดังตารางที่ 10 และ 
ตารางที่ 11  
 
ตารางที่ 10 รายละเอียดแอตทริบิวต์ User profile 

ล าดับที ่ ชื่อแอตทริบิวต์ ค าอธบิาย 
1 Final_cc_cname ชื่อประเทศ/ตําแหน่งที่อยู่ของผู้เรียน 
2 LoE การศึกษาระดับสูงสุดของผู้เรียน 
3 YoB ปีเกิดของผู้เรียน 
4 gender เพศของผู้เรียน 
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ตารางที่ 11 รายละเอียดแอตทริบิวต์ Course learning 

ล าดับที ่ ชื่อแอตทริบิวต์ ค าอธบิาย 
1 course_id รหัสรายวิชา (ประกอบด้วยสถาบันการศึกษา, ภาคเรียน, รหัส

รายวิชา) 
2 Institution สถาบันเจ้าของรายวิชา 
3 viewed สถานะการเข้าถึงแท็บรายวิชา (ค่าข้อมูลเป็น 1 ถ้านักเรียน

เข้าถึงแท็บรายวิชา เช่น วิดีโอ แบบทดสอบ แบบฝึกหัด) 
4 explored สถานะการเข้าไปสํารวจในรายวิชา (อย่างน้อยครึ่งหนึ่งของ

รายวิชาที่เขาลงทะเบียน) 
5 certified สถานะผลการเรียน (ค่าข้อมูลจะเป็น 1 ถ้าผู้เรียนสําเร็จ

การศึกษา) 
6 grade ผลการเรียนของผู้เรียน 
7 start_time วันที่ผู้เรียนลงทะเบียนรายวิชา 
8 nchapters จํานวนบทเรียนที่ผู้เรียนเข้าถึง 

 
2) การเตรียมข้อมูล (Data Preparation) 

การเตรียมความพร้อมของข้อมูล มีรายละเอียดต่าง ๆ ดังนี ้
- ข้อมูลเข้าประกอบด้วย User profile จํานวน 4 แอตทริบิวต์ และ Course 

Learning จํานวน 8 แอตทริบิวต ์ รายละเอียดดังตารางที่ 10 และ 

- ตารางที่ 11 

- จากข้อมูลทั้งสิ้น 641,138 รายการ 13 แอตทริบิวต์  นํามาทําความสะอาด
ข้ อมู ล  (Cleaning data) โดยแอตทริ บิ วต์  YoB, grade, nevents, ndays_act, nplay_video, 
nchapters และ  nforum_posts ที่ไม่มีข้อมูลจะถูกแทนที่ด้วย “0”  แอตทริบิวต์ gender ที่ไม่มี
ข้อมูลจะถูกแทนที่ด้วย “3” ซึ่งหมายถึง “ไม่ระบุเพศ” และแอตทริบิวต์ LoE ที่ไม่มีข้อมูลจะถูกแทนที่
ด้วย “6” ซึ่งหมายถึง “ไม่ระบุวุฒิการศึกษา” หลังทําความสะอาดข้อมูล (Cleaning data) เสร็จสิ้น
ข้อมูลยังคงเหลือเท่าเดิม 

- กําหนดให้แอตทริบิวต์ Course_id เป็นคลาสผลเฉลย (Class Label) 
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- ทํานอร์มัลไลเซชัน (Normalization) เพื่อลดความเหลื่อมล้ําของข้อมูล และ
ทําให้ข้อมูลอยู่ในช่วงเดียวกัน โดยใช้วิธี Min-Max Normalization โดยกําหนดให้อยู่ในช่วง (0 – 1) 
ดังสมการที่ (12) 

 

𝑣′ =  
𝑣−𝑚𝑖𝑛𝐴

𝑚𝑎𝑥𝐴− 𝑚𝑖𝑛𝐴
(𝑛𝑒𝑤_𝑚𝑎𝑥𝐴 −  𝑛𝑒𝑤_𝑚𝑖𝑛𝐴) + 𝑛𝑒𝑤_𝑚𝑖𝑛𝐴     สมการที่ (12) 

 
- เมื่อ v คือ ค่าของข้อมูลเดิม v’ คือ ค่าของข้อมูลใหม่ minA คือ ค่าที่น้อยที่สุด

ของชุดข้อมูลเดิม maxA คือ ค่าที่มากที่สุดของชุดข้อมูลเดิม new_minA คือ ค่าที่น้อยที่สุดช่วงชุด
ข้อมูลใหม่ new_maxA คือ ค่าที่มากที่สุดช่วงชุดข้อมูลใหม่ 

- แบ่งข้อมูลเป็นชุดฝึกสอน (Training set) 80% ได้ 512,910  รายการ และชุด
ทดสอบ (Test set) 20% ได้ 128,228 รายการ ในแต่ละรายวิชา ซึ่งเป็นวิธีที่เหมาะกับชุดข้อมูลขนาด
ใหญ ่

- เมื่อพิจารณาจ านวนของผู้เรียนในแต่ละรายวิชาพบว่าแต่ละรายวิชามีความถี่
ของผู้เรียนที่แตกต่างกันมาก ดังนั้นจึงท าการเพิ่มปริมาณข้อมูล (Data Augmentation) โดยการเพิ่ม
ข้อมูลในแต่ละรายวิชานั้นจะใช้วิธีสุ่ม หลังการเพิ่มข้อมูลเป็นที่เรียบร้อยแล้วท าให้แต่ละรายวิชามี
ความถี่ของผู้เรียนดังตารางที่ 9 
 

3) การกําหนดตัวแบบ (Model Creating) 
พัฒนาตัวแบบโดยใช้โครงข่ายประสาทเทียมเชิงลึก  (Deep Neural Network)  

ร่วมกับ Long Short-Term Memory (LSTM) 

 
ภาพที่ 14 โครงข่ายประสาทเทียมเชิงลึก (Deep neural network, DNN) ร่วมกับหนว่ยความจําสั้น
ระยะยาว Long Short-Term Memory (LSTM)  
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จากภาพที่ 14 ตัวแบบระบบแนะนํารายวิชาโดยใช้โครงข่ายประสาทเทียมเชิงลึก  (Deep 
Neural Network)  ร่วมกับ Long Short-Term Memory (LSTM) ส่วนของข้อมูลนําเข้าประกอบด้วย
ข้อมูลประวัติผู้เรียน (User profile) และข้อมูลการเรียนรู้ของผู้เรียน (Course learning)  โดยภายใน
โครงสร้างของตัวแบบระบบแนะนํารายวิชามีรายละเอียดดังนี ้

 
คําอธิบายเพิ่มเติม 

- กําหนดให้ชั้นข้อมูลนําเข้า (Input Layer) ประกอบด้วยข้อมูล User profile 
จํานวน 4 แอตทริบิวต์ และข้อมูล Course learning จํานวน 8 แอตทริบิวต์ รวมจํานวน 12 แอตทริ
บิวต์ 

- กําหนดจํานวนชั้นซ่อน (Dense Layer, DL) 1 - 10  
- กําหนดโครงสร้างของช้ันส่งออก (Output Layer) ประกอบด้วยข้อมูลส่งออก 

จํานวน 13 คลาส (class) 
- ปรับค่าน้ําหนัก (Weight) และค่าไบแอส (bias) ที่เชื่อมต่อในแต่ละโหนด

เพื่อให้ผลลัพธ์ (Output) ใกล้เป้าหมายให้มากที่สุด โดยเลือกใช้อัลกอริทึมการเพิ่มประสิทธิภาพที่ชื่อ 
Nadam (Nadam Optimization Algorithms)  

- ใช้เทคนิคการปรับปรุงประสิทธิภาพและความเสถียรของโครงข่ายประสาท
เทียม  ซึ่งเรียกว่า การทําแบตนอร์มัลไลเซชัน (Batch Normalization) เพิ่มเข้าไปในแต่ละชั้นซ่อน 
(Hidden layer)    

- กําหนดค่า Hyper parameter ต่าง ๆ ดังนี ้Optimizer เป็น Nadam, 
learning rate เป็น 1e-6, epsilon เป็น 1e-17, lose function เป็น 
SparseCategoricalCrossentropy 

1) Input layer ขนาด 5 x 12   
2) Flattan layer ขนาด 1 x 60  
3) Embedding layer ขนาด 60 x 200  
4) Dense layer ที่ 1 – 5 เข้าสู่ LSTM unit = 500  
5) Dense layer ที่ 6 – 9 ส่งออกไป Output layer ขนาด 5 x 13  
6) กําหนดค่า Hyper parameter ต่าง ๆ ดังนี ้Optimizer เป็น Nadam, learning 

rate เป็น 1e-6, epsilon เป็น 1e-17, lose function เป็น 
SparseCategoricalCrossentropy 
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- ใช้ฟังก์ชันการกระตุ้น (Activation Function) แบบ ReLU ในแต่ละชั้นชั้น
ซ่อน (Dense Layer) และใช้ Softmax ในชั้นสุดท้าย  

 
รายละเอียดใน Dense layer ที่ 1 - 10 

 
 
 

Dense layer ที่ 1 ReLU 200 
Batch normalization 
Dense layer ที่ 2 ReLU 400 
Batch normalization และ Max Pooling 1D size 4 
Dense layer ที่ 3 ReLU 800 
Batch normalization และ Max Pooling 1D size 3 
Dense layer ที่ 4 ReLU 1600 
Batch normalization และ Max Pooling 1D size 3 
Dense layer ที่ 5 ReLU 3200 
Batch normalization 
Dropout 30% 
LSTM unit = 500  
Dropout 20% 
Dense layer ที่ 6 ReLU 1000 
Batch normalization 
Dense layer ที่ 7 ReLU 800 
Batch normalization 
Dense layer ที่ 8 ReLU 400 
Batch normalization 
Dense layer ที่ 9 ReLU 200 
Batch normalization 
Dense layer ที่ 10 Softmax  
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3.6 การก าหนดสถาปัตยกรรมระบบแนะน ารายวิชา 

ด้วยคุณลักษณะของล็อคไฟล์ข้อมูลการเรียนของผู้เรียน (event log) ใน MOOCs มีปริมาณ
มาก มีการเปลี่ยนแปลงอย่างรวดเร็วและมาจากหลายแหล่งข้อมูล จึงจําเป็นอย่างยิ่งที่จะต้องมีวิธีการ
จัดเก็บและการประมวลผลที่สามารถรองรับกับคุณลักษณะข้อมูลดังกล่าวได้ ดังนั้นผู้วิจัยจึงเลือกใช้
แพลตฟอร์มอาปาเช (Apache platform) ที่ออกแบบมาสําหรับสําหรับการจัดเก็บข้อมูลขนาดใหญ่ 
และมีระบบการจัดเก็บไฟล์ในรูปแบบ Hadoop Distributed File System (HDFS)  ในการจัดเก็บ
ข้อมูลล็อคไฟล์ (Event log) ข้อมูลการเรียนของผู้เรียนใน MOOCs   แพลตฟอร์มอาปาเช (Apache 
platform) เป็นที่ยอมรับและนิยมนําไปใช้งานด้านต่าง ๆ มากมาย เช่น Facebook, Yahoo, 
Twitter, Adobe, Machine Translation, Bioinformatic, Scientific computing, Image 
Processing , Government [22]   

จากคุณลักษณะของข้อมูลขนาดใหญ่ที่ประกอบด้วย 3V ได้แก่ Volume, Velocity และ 
Variaty นั้น ผู้วิจัยขอเสนอสถาปัตยกรรมระบบแนะนํารายวิชาสําหรับข้อมูลขนาดใหญ่ ประกอบด้วย
ส่วนต่าง ๆ ดังนี้ Data sources, Data ingestion, Processing, และ Insight แสดงดังภาพที่ 15 

 
ภาพที่ 15 กรอบสถาปัตยกรรมระบบแนะนํารายวิชาโดยภาพรวมที่ผู้วิจัยนําเสนอ 
 

“Data sources” แหล่ งข้อมูลจาก MOOCs ต่าง ๆ แทนด้วย M1 , M2 , … Mn  โดย
สถาปัตยกรรมตัวแบบระบบแนะนํารายวิชาสามารถรองรับล็อคไฟล์เกี่ยวกับข้อมูลการเรียนของ
ผู้เรียน (Event log) จากหลาย MOOCs ที่มีรูปแบบของโครงสร้างข้อมูลที่หลากหลาย เช่น  CSV, 
JSON, HDFS ได ้ 
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“Data ingestion” เป็นการรับโอนข้อมูลจาก MOOCs ต้นทางส่งไปยัง Storage phase 
ทําหน้าที่ Extract, Load, Transform (ELT) เพื่อให้ข้อมูลที่มีขนาดใหญ่และมีการเกิดขึ้นตลอดเวลา
สามารถส่งผ่านได้อย่างต่อเนื่องและมีคุณภาพ 

“Processing” เป็นส่วนที่ทําหน้าที่จัดเก็บข้อมูลและประมวลผลข้อมูล ประกอบด้วยการ
ทํางาน 2 ส่วน คือส่วนของ storage phase และส่วนของ data analytic  

“Insight” ตัวแบบระบบแนะนํารายวิชาเสนอรายวิชาให้แก่ผู้เรียน 
 
จากขั้นตอน “Data ingestion” การรับโอนข้อมูลจาก MOOCs ต้นทางเพื่อส่งต่อไปขั้นตอน 

“Processing” นั้น ผู้วิจัยกําหนดกรอบสถาปัตยกรรมระบบแนะนํารายวิชาเป็น 2 รูปแบบเพื่อ
เปรียบเทียบประสิทธิภาพของระบบ แสดงดังภาพที่ 16 และภาพที่ 17 คือ หนึ่ง) การทํางานรูปแบบ
ที่ 1 เรียกว่าแบบ Non-clustering  และสอง) การทํางานรูปแบบที่ 2 เรียกว่า Clustering  

 

 
ภาพที่ 16 กรอบสถาปัตยกรรมระบบแนะนํารายวิชารูปแบบที่ 1 เรียกวา่แบบ Non-clustering 
 

 



  49 

 
ภาพที่ 17 กรอบสถาปัตยกรรมระบบแนะนํารายวิชารูปแบบที่ 2 เรียกวา่ แบบ Clustering 
 

จากภาพที่ 16 แสดงกรอบสถาปัตยกรรมระบบแนะนํารายวิชารูปแบบที่ 1 เรียกว่าแบบ 
Non-clustering  นั้นแยกตามวิธีในการฝึกสอนตัวแบบได้ 2 วิธีคือ หนึ่ง) ฝึกสอนด้วย fit method 
เรียกว่า “MCR-NF”  และสอง) ฝึกสอนด้วย fit-generator method เรียกว่า “MCR-NG” 

 
 

  

  

  

ภาพที่ 18 กรอบสถาปัตยกรรมระบบแนะนํารายวิชารูปแบบที่ 1 เรียกวา่ แบบ Non-clustering   
(a) ฝึกสอนด้วย fit method เรียกว่า “MCR-NF”   (b) ฝึกสอนด้วย fit-generator method 
เรียกว่า “MCR-NG” 

(a) (b) 
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จากภาพที่ 17 แสดงกรอบสถาปัตยกรรมระบบแนะนํารายวิชารูปแบบที่ 2 เรียกว่าแบบ 
Clustering  น้ัน ใช้วิธีในการฝึกสอนตัวแบบด้วย fit-generator method เรียกว่า “MCR-NG” 
 

 
 
ภาพที่ 19 กรอบสถาปัตยกรรมระบบแนะนํารายวิชารูปแบบที่ 2 เรียกวา่ แบบ Clustering) ฝึกสอน
ด้วย fit-generator method เรียกว่า “MCR-CG” 

 
ตัวแบบที่มีแนวโน้มให้ผลค่าความแม่นยําที่ดีที่สุดที่ได้จากการทดลองคือตัวแบบ DNN + 

LSTM ซึ่งแสดงรายละเอียดในข้อที่ 3.5  เพื่อเป็นการเปรียบเทียบประสิทธิภาพการทํางานเชิงเวลา
และความแม่นยําของตัวแบบ นํามาทดสอบโดยแยกการทดลองเป็นสามรูปแบบ คือ หนึ่ง) การทํางาน
แบบ ไม่ใช่คลัสเตอริ่ง (non-Clustering)    ฝึกสอนด้วย fit method เรียกว่า “MCR-NF” แสดงดัง
ภาพที่  18 (a)  สอง) การทํางานแบบ ไม่ใช่คลัสเตอริ่ง (non-Clustering)    ฝึกสอนด้วย fit-
generator method เรียกว่า “MCR-NG” แสดงดังภาพที่ 18 (b)   และ สาม) การทํางานแบบคลัส
เตอริ่ง (Clustering) ฝึกสอนด้วย fit-generator method เรียกว่า “MCR-CG” แสดงดังภาพที่ 19 
เพื่อเปรียบเทียบประสิทธิภาพเชิงเวลาและค่าความแม่นยําของตัวแบบ โดยมีรายละเอียดังนี ้
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1) การทํางานแบบไม่ใช่คลัสเตอริ่ง (non-Clustering)    ฝึกสอนด้วย fit method 
เรียกว่า “MCR-NF” 

จากภาพที่ 18 (a) ตัวแบบ “MCR-NF”  ฝึกสอนด้วย fit method  เริ่ม
จากส่วนของ “Data Preprocessing” จะต้องไปดึงข้อมูลจาก “Data storage” เพื่อเตรียมชุดข้อมูล
สําหรับการฝึกสอนตัวแบบ เมื่อเตรียมข้อมูลเสร็จจะส่งข้อมูลไปเก็บไว้ที่ “RAM” หลังจากนั้นส่วนของ 
“Model building” จะเรียกใช้ “fit method” ให้ทํางาน และทําซ้ําในขั้นตอนที่ 3 ไปจนครบรอบ
การฝึกสอนตัวแบบ (จํานวน 500 epoch) จะเห็นได้ว่า “fit method”  จะใช้ชุดข้อมูลเดิมจาก 
“RAM” ในทุกรอบการฝึกตัวแบบ 

2) การทํางานแบบไม่ ใช่คลัสเตอริ่ ง  (non-Clustering)    ฝึกสอนด้วย fit-
generator method เรียกว่า “MCR-NG” 

จากภาพที่  18 (b) ตัวแบบ “MCR-NG”  ฝึกสอนด้วย fit-generator 
method  เริ่มจากส่วนของ “Model building” จะเรียกใช้ “Generator data module” เพื่อ
เตรียมชุดข้อมูลสําหรับการฝึกสอนตัวแบบ โดย “Generator data module” จะไปดึงข้อมูลจาก 
“Data stroage” และนําข้อมูลที่ได้ไปเก็บไว้ที่ “RAM” หลังจากนั้นส่วนของ “Model building” จะ
เรียก “fit-generator method” ให้ทํางาน และทําซ้ําในขั้นตอนที่ 1 - 4 ไปจนครบรอบการฝึกตัว
แบบ (จํานวน 500 epoch) จะเห็นได้ว่า “fit-generator method”  จะสับเปลี่ยนชุดข้อมูล (shuffle 
data) ให้ลําดับข้อมูลไม่เหมือนกันทุกครั้งในทุกรอบการฝึกตัวแบบ 

3) การทํางานแบบคลัสเตอริ่ง (Clustering)  ฝึกสอนด้วย fit-generator method 
เรียกว่า “MCR-CG” 

จากภาพที่ 19 ตัวแบบ “MCR-CG”  ฝึกสอนด้วย fit-generator method  
เริ่มจากส่วนของ “Model building” จะเรียกใช้ “Generator data module” เพื่อเตรียมชุดข้อมูล
สําหรับการฝึกสอนตัวแบบ โดย “Generator data module” จะไปดึงข้อมูลจาก “Hadoop 
cluster” และนําข้อมูลที่ได้ไปเก็บไว้ที่ “RAM” หลังจากนั้นส่วนของ “Model building” จะเรียก 
“fit-generator method” ให้ทํางาน และทําซ้ําในขั้นตอนที่ 1 - 4 ไปจนครบรอบการฝึกตัวแบบ 
(จํานวน 500 epoch) จะเห็นได้ว่า “fit-generator method”  จะสับเปลี่ยนชุดข้อมูล (shuffle 
data)  ให้ลําดับข้อมูลไม่เหมือนกันทุกครั้งในทุกรอบการฝึก สรุปกรอบสถาปัตยกรรมระบบแนะนํา
รายวิชาแสดงดังภาพที่ 20 

ในแต่ละ Epoch ของการเทรน Machine Learning สอนตัวแบบ Deep Neural Network 

สิ่งที่สําคัญคือไม่ควรป้อนข้อมูลที่เรียงลําดับเหมือนกันทุกครั้งให้ตัวแบบ ดังนั้นผู้วิจัยจึงเลือกใช้วิธีการ
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สับเปลี่ยนชุดข้อมูลหรือการสลับตําแหน่งข้อมูล (shuffle data) ก่อนป้อนข้อมูลเข้าสูต่ัวแบบ เพื่อเป็น

การลดการจําข้อมูลของตัวแบบ ช่วยให้ตัวแบบมีความเป็น Generalization ได้ดีขึ้น ลด Variance 

ของตัวแบบ เช่น การที่แบ่งข้อมูลออกเป็น Mini-Batch ที่มีขนาด Batch Size = 32 ป้อนข้อมูล

ตัวอย่าง Feedforward ให้กับตัวแบบ ทีละ 32 (x, y) ตัวแบบจะใช้ข้อมูลตามลําดับที่ได้รับเข้ามา 

และจะเป็นแบบนี้ทุก ๆ Epoch ทําให้ตัวแบบเรียนรู้ได้ยาก การสลับตําแหน่งข้อมูล (shuffle data) 

จะสามารถช่วยแก้ปัญหานี้ได้ ตัวอย่างเช่น Source code ด้านล่าง มี arr เป็นตัวแปรอาเรย์ที่เก็บ

ข้อมูล [1, 2, 3, 4, 5] ไว้ เมื่อมีการเรียกใช้ shuffle ผลลัพธ์จะปรากฏในส่วนของ Output จากการ

รันครั้งที่ 1 จะได้ [3 2 1 5 4] การรันครั้งที่ 2 จะได้ [5 3 4 1 2] การรันครั้งที่ 3 จะได้ [4 1 3 2 5]  

โดยจะทําการเปลี่ยนแปลงข้อมูลดั้งเดิม  

Source code 
from numpy import random 

import numpy as np 

arr = np.array([1, 2, 3, 4, 5]) 

random.shuffle(arr) 

print(arr) 

Output 
# ผลลัพธ์จากการรันครั้งที่ 1 

[3 2 1 5 4] 

# ผลลัพธ์จากการรันครั้งที่ 2 

[5 3 4 1 2] 

# ผลลัพธ์จากการรันครั้งที่ 3 

[4 1 3 2 5] 
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ภาพที่ 20 สรุปกรอบสถาปัตยกรรมระบบแนะนํารายวิชาทั้ง 2 รูปแบบ   (a) การทํางานแบบ Non-
clustering  ฝึกสอนด้วย fit method เรียกว่า “MCR-NF”  (b) การทาํงานแบบ Non-clustering 
ฝึกสอนด้วย fit-generator method เรียกว่า “MCR-NG” และ (c) การทํางานแบบ Clustering 
ฝึกสอนด้วย fit-generator method เรียกว่า “MCR-CG” 

(a) (b) (c) 



 

บทที่ 4 
ผลการด าเนนิการวิจัย 

 
ตามแนวทางการดําเนินการวิจัยที่ได้กล่าวไว้ในบทที่ 3 ผู้วิจัยจากการพัฒนาระบบแนะนํา

รายวิชาสําหรับรายวิชาออนไลน์แบบเปิดสู่มวลชนด้วยเทคนิคข้อมูลขนาดใหญ่  ผลการดําเนินการ
วิจัยมีดังต่อไปน้ี 

1) ผลการศึกษาขั้นตอนวิธีที่เหมาะสมสําหรับนําไปสร้างตัวแบบระบบแนะนํารายวิชาใน
รายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs) ด้วยเทคนิคข้อมูลขนาดใหญ่ (Big Data) 

2) ผลการปรับปรุงเทคนิคระบบแนะนํารายวิชาสําหรับข้อมูลขนาดใหญ่ (Big Data) ให้
เหมาะสมและมีประสิทธิภาพ เช่น ลดเวลาในการทํางาน หรือมีความแม่นยํา 

3) ผลการพัฒนาตัวแบบระบบแนะนํารายวิชาในรายวิชาออนไลน์แบบเปิดสู่มวลชน 
(MOOCs) ให้กับผู้เรียน 
 
4.1 ผลการศึกษาขั้นตอนวธิีที่เหมาะสมส าหรับน าไปสร้างตัวแบบระบบแนะน ารายวชิา 

จากการศึกษาขั้นตอนวิธีที่เหมาะสมสําหรับนําไปสร้างตัวแบบระบบแนะนํารายวิชาแสดง
รายละเอียดดังบทที่ 3 ผู้วิจัยดําเนินการด้วยขั้นตอนวิธีกฎความสัมพันธ์ (Association rule) ขั้นตอน
วิธีแบบแบบโครงข่ายประสาทเทียมเชิงลึก (Deep neural network, DNN) และขั้นตอนวิธี Deep 
neural network (DNN) ร่วมกับ Long Short-Term Memory (LSTM) ผลการดําเนินการวิจัยเป็น
ดังนี้ 

4.1.1 ผลการใช้ขั้นตอนวิธีกฎความสัมพันธ์  

1) ผลการใช้กฎความสัมพันธ์  (Association rule) แบบ Apriori ตัววัด
ประสิทธิภาพมี 2 ตัว คือ ค่าสนับสนุน (Support) และค่าความเชื่อมั่น (Confidence) ดังนี้ 

ผู้วิจัยแบ่งข้อมูลเป็นชุดฝึกสอน (Training set) 80% ได้ 512,910  รายการ 
และชุดทดสอบ (Testing set) 20% ได้ 128,228 รายการ วัตถุประสงค์ของการแบ่งข้อมูลออกเป็น 2 
ชุดทดสอบนั้นเพื่อใช้ตรวจสอบประสิทธิภาพของขั้นตอนวิธีแบบ Apriori โดยผู้วิจัยค้นหา
ความสัมพันธ์ในชุดข้อมูลจากข้อมูลชุดฝึกสอน (Training set) แล้วนํากฎที่ได้ที่ได้ไปเปรียบเทียบกับ
ข้อมูลชุดทดสอบ (Testing set)  สอดคล้องกับกับงานวิจัย MCRs [19] ที่มีการแบ่งข้อมูลออกเป็น 2 
ชุดทดสอบเช่นกัน โดยใช้ข้อมูลสําหรับเป็นชุดฝึกสอน (Training set) 84% จํานวน 100,000  
รายการ และชุดทดสอบ (Test set) 16% จํานวน 19,024 รายการ  
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ผลการใช้ Apriori ทําให้ได้ค่าสนับสนุน (Support) และค่าความเชื่อมั่น 
(Confidence) แสดงตารางที่ 12 และตารางที่ 13 ตามลําดับ 

 
ตารางที่ 12 คา่สนับสนุน (Support) 

No. Course combination ผู้วิจัย MCRs 
1 2 0.712 0.761 
2 2, 4 0.027 0.032    
3 3, 2, 1 0.008 0.009 
4 3, 2, 1, 5 0.003 0.003 

 

𝑠𝑢𝑝𝑝𝑜𝑟𝑡(𝐴 → 𝐵) = 𝑃(𝐴 ∪ 𝐵)  สมการที่ (13) 
 

จากตารางที่ 12 ที่คํานวณมาได้จากสมการที่ 8 การทดลองแสดงให้เห็นว่า 

- 1-frequency item set คือ รายวิชา Introduction to Computer Science I (CS50X) 
ซึ่งแสดงให้เห็นว่านักเรียนเรียนรายวิชานี้มากที่สุด   

- 2-frequency item set คือ รายวิชา Introduction to Computer Science I (CS50X) 
และ Health in Numbers: Quantitative Methods in Clinical & Public Health 
Research (PH207X)  

- 3-frequency item set  คือ รายวิชา The Ancient Greek Hero (CB22X), 
Introduction to Computer Science I (CS50X)  และ Justice (ER22X)  

- 4-frequency item set  คือ รายวิชา The Ancient Greek Hero (CB22X), 
Introduction to Computer Science I (CS50X), Justice (ER22X) และ Human 
Health and Global Environmental Change (PH278X) 

อภิปรายผลได้ว่า มีผู้ เรียนเลือกเรียนรายวิชา เพียงแค่รายวิชาเดียว ได้แก่รายวิชา 

Introduction to Computer Science I (CS50X) มีความถี่เกิดขึ้นมากถึง 71.2% ผู้วิจัยสันนิษฐาน

ว่ารายวิชาดังกล่าวเป็นรายวิชาที่มีความน่าสนใจสอดคล้องกับยุคสมัยและแนวโน้มของโลกที่กําลังจะ

เปลี่ยนแปลงไป ทําผู้เรียนเลือกเรียนรายวิชานี้เป็นจํานวนมาก   
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มีผู้เรียนเลือกเรียนรายวิชา 2 รายวิชาคู่กันเสมอได้แก่ รายวิชา Introduction to Computer 

Science I (CS50X)  และรายวิชา Health in Numbers: Quantitative Methods in Clinical & 

Public Health Research (PH207X) ซึ่งเป็นเหตุการณ์ที่เกิดขึ้นด้วยกันถึงร้อยละ 2 .7% (ไม่สนใจ

ลําดับของวิชาที่ เกิดขึ้น)  ผู้วิจัยสันนิษฐานว่ารายวิชา  Introduction to Computer Science I 

(CS50X) เป็นรายวิชาที่มีความน่าสนใจสอดคล้องกับยุคสมัยและแนวโน้มของโลกที่กําลังจะ

เปลี่ยนแปลงไป และเลือกเรียนรายวิชา Health in Numbers: Quantitative Methods in Clinical 

& Public Health Research ประกอบเพราะเป็นรายวิชาที่น่าสนใจในกลุ่มของสุขภาพกับงานวิจัย    

มีผู้เรียนเลือกเรียนรายวิชา 3 รายวิชาคู่กันเสมอได้แก่ รายวิชา The Ancient Greek Hero 

(CB22X), Introduction to Computer Science I (CS50X)  และ Justice (ER22X)  โดยมีเหตุการณ์

ที่เกิดขึ้นด้วยกัน 0.8 %  (ไม่สนใจลําดับของวิชาที่เกิดขึ้น)  ผู้วิจัยสันนิษฐานว่าผู้เรียนที่เลือกเรียนทั้ง 

3 รายวิชาควบคู่กันเสมอน่าจะนักศึกษาที่สนใจเรื่องกฎหมาย อารยะธรรมกรีกโบราณ และสนใจ

ทางด้านคอมพิวเตอร์พื้นฐาน ซึ่งรายวิชา Introduction to Computer Science I (CS50X) เป็น

รายวิชาที่มีความน่าสนใจสอดคล้องกับยุคสมัยและแนวโน้มของโลกที่กําลังจะเปลี่ยนแปลงไป 

ตารางที่ 13 คา่ความเชื่อมั่น (Confidence) 
No. Course combination ผู้วิจัย MCRs 
1 1, 3 -> 2 0.435 0.492 
2 1, 2 -> 3 0.412 0.463 
3    3 -> 2 0.396 0.403 
4    1 -> 3 0.382 0.398 

 

𝑐𝑜𝑛𝑓𝑖𝑑𝑒𝑛𝑐𝑒(𝐴 → 𝐵) = 𝑃(𝐵 | 𝐴) = 𝑃(𝐴 ∪ 𝐵) | 𝑃(𝐴)        สมการที่ (9) 
 

จากตารางที่ 13 ที่คํานวณมาได้จากสมการที่ 9 ผลลัพธ์แถวที่ 1 แสดงค่าความเชื่อมั่นที่บ่งบอกว่าเมื่อ

ผู้เรียนเลือกเรียนรายวิชา 2 แล้ว มีโอกาสที่จะเกิดเหตุการณ์การเลือกรายวิชา 1 และ 3 มากถึง   

43.5% สําหรับแถวที่ 3 แสดงให้เห็นว่าเมื่อผู้เรียนเลือกเรียนรายวิชา 2 แล้ว มีโอกาสที่จะเกิด

เหตุการณ์การเลือกรายวิชา 3 มากถึง 39.6% 
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2) สรุปผลการใช้ขั้นตอนวิธีกฎความสัมพันธ์  (Association rule) แบบ 
Apriori ส าหรับระบบแนะน ารายวิชาในรายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs)  
 จากการทดลองด้วยขั้นตอนวิธี Apriori ผลการวิเคราะห์แสดงไว้ในตารางที่ 14 
จะเห็นได้ว่าความสัมพันธ์ระหว่างรายวิชา 1, 3 และ 2 อยู่ในระดับสูง ความเชื่อมโยงระหว่างรายวิชา 
2 และ 1 อยู่ในระดับต่ํา จากข้อมูลเหล่านี้เป็นที่ชัดเจนว่ารายวิชาใดมีแนวโน้มที่จะถูกเลือกเรียน
มากกว่า เพื่อที่จะได้จัดการเรียนการสอนที่เหมาะสมมากขึ้น การเตรียมทรัพยากรต่าง  ๆ สําหรับ
รองรับผู้เรียน ซึ่งเป็นผลประโยชน์ที่ฝั่งผู้สอนหรือผู้ดูแลระบบได้รับการการหาความสัมพันธ์ของข้อมูล 
 จากการพิจารณาประสิทธิภาพด้วยข้อมูลชุดทดสอบจํานวน 128,228 รายการ
พบค่าความเช่ือมั่น (Confidence) ของผู้เรียนที่ลงทะเบียนรายวิชา 2 หลังจากรายวิชา 1 และ 3 เป็น 
25.8%  มีการแนะนํารายวิชา 3 ให้กับผู้ที่ลงทะเบียนรายวิชา 1 และ 2 ประสิทธิภาพเป็น 24.7% มี
การแนะนํารายวิชา 2 ให้กับผู้ที่ลงทะเบียนรายวิชา 3 ประสิทธิภาพเป็น 23.8%  มีการแนะนํา
รายวิชา 3 ให้กับผู้ที่ลงทะเบียนรายวิชา 1 ประสิทธิภาพเป็น 24.9% ดังนั้นขั้นตอนวิธีกฎความสัมพันธ์ 
(Association rule) แบบ Apriori  สามารถสร้างรายการแนะนําให้กับผู้เรียนได้บางรายเท่านั้น  
 
ตารางที่ 14 ประสิทธิภาพของการแนะนํารายวิชาด้วยขั้นตอนวิธีแบบ Apriori 
No. Course combination Recommend efficiency 
1 1, 3 -> 2 25.8% 
2 1, 2 -> 3 24.7% 
3 3 -> 1, 2 Not recommend 
4 2 -> 1, 3 Not recommend 
5 3 -> 2 23.8% 
6 1 -> 3 24.9% 
7 2 -> 5 Not recommend 
8 2 -> 1 Not recommend 

 
กล่าวโดยสรุปคือ เมื่อเปรียบเทียบกับงานวิจัย MCRs ที่เลือกใช้ Apache Sqoop สําหรับทําหน้าที่รับ
ข้อมูลจากแหล่งต่าง ๆ (Data Acquisition Layer) โดยที่ข้อมูลมีลักษณะเป็นแบบ batch และข้อมูล
เป็นประเภท structured  แต่งานวิจัยฉบับนี้เลือกใช้  Apache Kafka ในการรับส่งข้อมูลแบบ
เรียลไทม์ ทําให้สามารถจัดการกับข้อมูลที่ถูกสร้างขึ้นอย่างต่อเนื่อง   (Streaming Data) จาก
แหล่งข้อมูลจํานวนมากที่มาจากหลากหลาย MOOCs และที่สําคัญข้อมูลพฤติกรรมของผู้เรียนใน
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ระบบ MOOCs จะมีการเกิดเปลี่ยนแปลงและเกิดขึ้นอยู่ตลอดเวลา ซึ่งก็คือข้อมูลมีลักษณะเป็นแบบ 
Stream จากเหตุผลที่กล่าวมาข้างต้น สรุปได้ว่า Apache Kafka เหมาะสมที่นํามาใช้มากกว่า 
Apache Sqoop 
 

4.1.2 ผลการใช้ขั้นตอนวิธีแบบแบบโครงข่ายประสาทเทียมเชิงลึก 

1) ผลการใช้โครงข่ายประสาทเทียมเชิงลึก (Deep neural network, DNN) 
จากการออกแบบโครงข่ายประสาทเทียมเชิงลึกตามบทที่ 3 นั้น  ตัวแบบ

สําหรับระบบแนะนําหลักสูตรจํานวนชั้นซ่อน 9 ชั้น โดยชั้นซ่อนลําดับที่ 1 มีโหนด 26 โหนด ชั้นซ่อน
ลําดับที่ 2 มีโหนด 52 โหนด ชั้นซ่อนลําดับที่ 9 มีโหนด 6,656 โหนด รวมมีพารามิเตอร์ที่ใช้ทั้งสิ้นกว่า 
29 ล้านพารามิเตอร์ รายละเอียดดังตารางที่ 15 
 
ตารางที่ 15 รายละเอียดโครงข่ายประสาทเทียมเชิงลึก 

Layer Output Shape Parameter# 
Input_1 (Dense) (None, 13) 0 
dense (None, 26) 364 
batch_normalization_v1 (None, 26) 104 
dense_1 (None, 52) 1,404 
batch_normalization_v1_1 (None, 52) 208 
dense_2 (None, 104) 5,512 
batch_normalization_v1_2 (None, 104) 416 
dense_3 (None, 208) 21,840 
batch_normalization_v1_3 (None, 208) 832 
dense_4 (None, 416) 86,944 
batch_normalization_v1_4 (None, 416) 1,664 
dense_5 (None, 832) 346,944 
batch_normalization_v1_5 (None, 832) 3,328 
dense_6 (None, 1664) 1,386,112 
batch_normalization_v1_6 (None, 1664) 3356 
dense_7 (None, 3328) 5,541,120 
batch_normalization_v1_7 (None, 3328) 13,312 
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Layer Output Shape Parameter# 
dense_8 (None, 6656) 22,157,824 
dense_9 (None, 17) 113,169 

 
   จากการฝึกตัวแบบการทํานายรายวิชาโดยใช้วิธีการเรียนรู้ของเครื่องแบบ
เชิงลึก (Deep Learning) เพื่อหาตัวแบบที่เหมาะสมที่สุดด้วยการกําหนดค่าการเรียนรู้เป็น 1e-3 กับ
จํานวนชั้นซ่อนทั้งห้ารูปแบบ แสดงดังภาพที่ 21 พบว่าตัวแบบจํานวนชั้นซ่อนแบบ 9 ชั้นให้ผลความ
ถูกต้องในขั้นตอนการฝึกสอน (Training) ที่ดีที่สุดคือ 70%  และจากการกําหนดค่าการเรียนรู้เป็น 
5e-4  กับจํานวนชั้นซ่อนทั้งห้ารูปแบบ แสดงดังภาพที่ 22 พบว่าตัวแบบจํานวนชั้นซ่อนแบบ 9 ชั้น
ให้ผลความถูกต้องในขั้นตอนการฝึกสอน (Training) ที่ดีที่สุดคือ 72%  

 
 
ภาพที่ 21 ค่าความถูกต้องในขั้นตอนการฝึกสอน (Training) ตัวแบบการทํานายรายวิชาด้วยค่าการ
เรียนรู้เป็น 1e-3 จําแนกตามจํานวนชั้นซ่อน โดยชั้นซ่อนที่ให้ค่าความถูกต้องมากที่สุดคือช้ันซ่อน 
(Hidden layer) จํานวน 9 ชั้น ให้ผลความถูกต้องเป็น 70%   
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ภาพที่ 22 ค่าความถูกต้องในขั้นตอนการฝึกสอน (Training) ตัวแบบการทํานายรายวิชาด้วยค่าการ
เรียนรู้เป็น 5e-4 จําแนกตามจํานวนชั้นซ่อน โดยชั้นซ่อนที่ให้ค่าความถูกต้องมากที่สุดคือช้ันซ่อน 
(Hidden layer) จํานวน 9 ชั้น ให้ผลความถูกต้องเป็น 72%   
 
    เมื่อพิจารณาประสิทธิภาพเชิงเวลา แสดงดังตารางที่ 16 ปรากฏว่าจํานวน
ชั้นซ่อน 7 ชั้น ค่าการเรียนรู้เป็น 1e-3 และจํานวนรอบที่ 250 Epoch ใช้เวลาในการเรียนรู้เป็น 72 
นาที 7 วินาทีซึ่งเป็นค่าพารามิเตอร์ที่เหมาะสมที่สุดในการสร้างตัวแบบสําหรับระบบแนะนํารายวิชา 
เมื่อพิจารณาจากค่าความถูกต้องในขั้นตอนการฝึกสอน (Training) ร่วมกับเวลาที่ใช้ในการประมวลผล  
แม้ว่าในขั้นตอนการฝึกสอน (Training) จํานวนชั้นซ่อนแบบ 9 ชั้นจะให้ผลความถูกต้องที่สูงที่สุด แต่
เมื่อพิจารณาเวลาที่ใช้ในการประมวลผลพบว่าจํานวนชั้นซ่อนแบบ 9 ชั้นใช้เวลาในการประมวลมากถึง 
9 เท่าเมื่อเทียบเวลากับจํานวนชั้นซ่อนแบบ 7 ชั้น  สําหรับขั้นตอนของการทดสอบ (Testing) พบว่า
เมื่อนําตัวแบบที่ได้ไปทดสอบกับข้อมูลชุดทดสอบ (Test data) ตัวแบบให้ผลความถูกต้องที่ 22%   
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ตารางที่ 16 ผลการเปรียบเทียบเชิงเวลาในขั้นตอนการเรียนรู้ เมื่อกําหนดค่าพารามิเตอร์ดังนี้ หนึ่ง) 
กําหนดค่าการเรียนรู้แบบ 1e-3 และ 5e-4 สอง) กําหนดจํานวนชั้นซ่อนเป็นห้ารูปแบบคือจํานวนช้ัน
ซ่อนแบบ  1, 3, 5, 7 และ 9 ชั้น และ สาม) กําหนดจํานวนรอบในการประมวลผลเป็น 250, 300 
Epoch 

 

2) สรุปผลการพัฒนาตัวแบบโดยใช้โครงข่ายประสาทเทียมเชิงลึก (Deep 
neural network, DNN) 

ตัวแบบสําหรับระบบแนะนํารายวิชาในสภาพแวดล้อมของ MOOCs โดยใช้ตัว
แบบของการเรียนรู้ ของเครื่องแบบลึก (Deep Learning) ด้วยโครงสร้างแบบ Multilayer 
Perceptron ซึ่งรูปแบบการเรียนรู้ของเครื่องแบบลึกนี้เหมาะกับข้อมูลที่มีปริมาณมหาศาล  โดยตัว
แบบที่เหมาะสมคือตัวแบบที่มีจํานวนชั้นซ่อน 7 ชั้น และค่าการเรียนรู้เป็น 1e-3 เมื่อทําการ
ประมวลผลบน GPU-accelerated ด้วยจํานวนรอบที่เหมาะสมคือ 250 Epoch ตัวแบบที่ได้ให้ค่า
ความถูกต้องในขั้นตอนการฝึกสอน (Training set) เป็น 70% และเมื่อนําตัวแบบที่ได้ไปทดสอบกับ
ข้อมูลชุดทดสอบ (Test data) พบว่าตัวแบบให้ผลความถูกต้องเป็น 22%  

ผลของการดําเนินงานวิจัยแสดงให้เห็นถึงแนวโน้มที่ตัวแบบดังกล่าวสามารถ
แนะนํารายวิชาให้กับผู้ใช้รายใหม่ได้ แต่จะยังมีสิ่งที่ต้องพัฒนาตัวแบบให้ได้ประสิทธิภาพในขั้นการ
ทดสอบ (Testing) ให้ดีขึ้นได้โดยการใช้ปรับตัวแบบให้มีชั้นของการตัดทิ้งข้อมูลการฝึก (Dropout) 
เพิ่มเข้าไปในตัวแบบต่อไป 
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4.1.3 สรุปผลการใช้ขั้นตอนวิธีโครงข่ายประสาทเทียมเชิงลึกร่วมกับหน่วยความจ าสั้น
ระยะยาว 

จากล็อคไฟล์ข้อมูล (Event log) การเรียนของผู้เรียนที่นํามาใช้ในระบบแนะนํา
รายวิชาบนสภาพแวดล้อมบน MOOCs พบว่ามีลักษณะเป็นแบบลําดับ (Sequence) ดังนั้นเทคนิคที่
เหมาะสําหรับการประมวลผลกับข้อมูลลักษณะดังกล่าว และเหมาะกับการนํามาสร้างตัวแบบระบบ
แนะนํารายวิชาคือ โครงข่ายประสาทเทียมเชิงลึก  (Deep Neural Network) ร่วมกับ Long Short-
Term Memory (LSTM) เพื่อให้ตัวแบบสามารถเรียนรู้และจดจําได้อย่างมีประสิทธิภาพ  เทคโนโลยี
และขั้นตอนวิธีที่ใช้ในการสร้างตัวแบบระบบแนะนํารายวิชา แสดงดังตารางที่ 17 
 
ตารางที่ 17  เทคโนโลยีและขั้นตอนวิธีที่ใช้ในการสร้างตัวแบบระบบแนะนํารายวิชา 

วัตถุประสงค ์ Technology เหตุผลสนับสนุน 

การจัดเก็บข้อมูล  Apache hadoop Repliation, Fault Tolerance, Scalability, 
Data Integrity, Data Locality and High 
Throughput [23, 24] 

เครื่องมือสําหรับ
พัฒนาตัวแบบระบบ
แนะนํา 

TensorFlow, Keras, 
Python  

- TensorFlow, Keras เป็นไลบรารี (Library) 
ที่มีประสิทธิภาพสูงในการนําไปสร้างตัวแบบ 

- Python เป็นภาษาโปรแกรมที่นิยมสําหรับทํา 
Machine Learning 

หน่วยประมวลผล Geforce RTX 2080 Ti 
Graphics Card 

- ทําให้การประมวลผลเร็วขึ้น 

ขั้นตอนวิธีสําหรับ
การประมวลผล 

โครงข่ายประสาทเทียม
เชิงลึก  (Deep Neural 
Network) ร่วมกับ Long 
Short-Term Memory 
(LSTM) 

- โครงข่ายประสาทเทียมเชิงลึกสามารถค้นหา
สิ่งที่ซ่อนในข้อมูลมิติสูง ๆ ได้ด ี

- Long Short-Term Memory (LSTM) 
เหมาะกับการประมวลผลข้อมูลแบบลําดับ 
[11, 25, 26] 
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ภาพที่ 23 โครงข่ายประสาทเทียมเชิงลึก (Deep neural network, DNN) ร่วมกับหนว่ยความจําสั้น
ระยะยาว Long Short-Term Memory (LSTM) 
 

จากการพัฒนาตัวแบบระบบแนะนํารายวิชาโดยใช้โครงข่ายประสาทเทียมเชิงลึก  (Deep 
Neural Network) ร่วมกับ Long Short-Term Memory (LSTM) บนการทํางานแบบคลัสเตอริ่ง 
(Clustering)  และการทํางานแบบไม่ใช่คลัสเตอริ่ง (Non-clustering)  ที่ฝึกสอนตัวแบบด้วยวิธี “fit 
method” และวิธี  “fit-generator method”  พบว่าในขั้นตอนการทดสอบตัวแบบ (Model 
testing) ตัวแบบ MCR-NF, MCR-NG และ MCR-CG ช่วง epoch ที่ 301 - 350  ค่าความแม่นยํา
ของตัวแบบมีแนวโน้มการเปลี่ยนแปลงที่ไม่เพิ่มขึ้น แม้ว่าค่าความแม่นยําของตัวแบบในขั้นตอนการ
ฝึกสอนตัวแบบ (Model training)  จะยังคงมีแนวโน้มเพิ่มขึ้นก็ตาม ตามกราฟภาพที่ 24 ภาพที่ 25
และภาพที่ 26 ดังนั้นผู้วิจัยจึงเลือกช่วง epoch ที่ 301 - 350 สําหรับการเปรียบเทียบความแม่นยํา
และประสิทธิเชิงเวลาของตัวแบบ แสดงดังตารางที่ 18 และตารางที่ 19 

 
จากการพัฒนาตัวแบบระบบแนะนํารายวิชาโดยใช้โครงข่ายประสาทเทียมเชิงลึก  (Deep 

Neural Network) ร่วมกับ Long Short-Term Memory (LSTM) บนการทํางานแบบคลัสเตอริ่ง 
(Clustering)  และการทํางานแบบไม่ใช่คลัสเตอริ่ง (Non-clustering)  ที่ฝึกสอนตัวแบบด้วยวิธี “fit 
method” และวิธี  “fit-generator method”  พบว่าในขั้นตอนการทดสอบตัวแบบ (Model 
testing) ตัวแบบ MCR-NF, MCR-NG และ MCR-CG ช่วง epoch ที่ 301 - 350  ค่าความแม่นยํา
ของตัวแบบมีแนวโน้มการเปลี่ยนแปลงที่ไม่เพิ่มขึ้น แม้ว่าค่าความแม่นยําของตัวแบบในขั้นตอนการ
ฝึกสอนตัวแบบ (Model training)  จะยังคงมีแนวโน้มเพิ่มขึ้นก็ตาม ตามกราฟภาพที่ 24 ภาพที่ 25 
และภาพที่ 26   ดังนั้นผู้วิจัยจึงเลือกช่วง epoch ที่ 301 - 350 สําหรับการเปรียบเทียบความแม่นยํา
และประสิทธิเชิงเวลาของตัวแบบ แสดงดังตารางที่ 18 และตารางที่ 19 
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1) ประสิทธิภาพเชิงเวลาและค่าความแม่นยําของตัวแบบ MCR-NF 
 

 
ภาพที่ 24 ประสิทธิภาพเชิงเวลาและค่าความแม่นยําของตัวแบบ MCR-NF  
 

จากขั้นตอนการทํางานตัวแบบ “MCR-NF” แสดงดังกราฟภาพที่ 24 แสดงให้เห็นว่าขั้นตอน 
“Model building” ที่ใช้ “fit method” จะใช้ชุดข้อมูลเดิมจาก “RAM” ในทุกรอบการฝึกตัวแบบ 
(จํานวน 500 epoch) โดยทําซ้ําในขั้นตอนที่ 3 ไปจนครบรอบการฝึกสอนตัวแบบ ส่งผลโดยตรงต่อ
ค่าความแม่นยําที่ไม่สูงเท่าที่ควรและยังคงค่าความแม่นยําต่อเนื่องไปเรื่อย ๆ ของตัวแบบ  “MCR-
NF” เพราะตัวแบบจะใช้ข้อมูลเดิมในการฝึกสอน  จึงส่งผลให้มีการจําข้อมูลเกิดขึ้นสังเกตได้จากกราฟ
แสดงดังภาพที่ 24  เห็นได้ว่าค่าความแม่นยําในขั้นตอนการทดสอบตัวแบบ (Model testing)  (เส้นสี
น้ําเงิน) มีค่าความแม่นยําที่สูงกว่าในขั้นตอนการฝึกสอนตัวแบบ (Model training)  (เส้นสีส้ม) ตั้งแต่
ในรอบการทดสอบช่วงแรก ๆ จนถึงประมาณช่วงที่ 250 แต่ตั้งแต่ช่วงที่ 250 เป็นต้นไปค่าความ
แม่นยําในขั้นตอนการทดสอบตัวแบบ (Model testing) จะค่อย ๆ คงที่ 
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2) ประสิทธิภาพเชิงเวลาและค่าความแม่นยําของตัวแบบ MCR-NG 
 

 
ภาพที่ 25 ประสิทธิภาพเชิงเวลาและค่าความแม่นยําของตัวแบบ MCR-NG 
 

จากขั้นตอนการทํางานตัวแบบ “MCR-NG” แสดงดังกราฟภาพที่ 25 เริ่มจากส่วนของ 
“Model building” จะติดต่อกับ “Generator data module”  เพื่อเตรียมชุดข้อมูลสําหรับการ
ฝึกสอนตัวแบบ  โดย “Generator data module” จะไปดึงข้อมูลจาก “Data storage” และนํา
ข้อมูลที่ได้ไปเก็บไว้ที่ “RAM” และ “Model building” จะเรียก “fit-generator method” ให้
ทํางาน โดยทําซ้ําในขั้นตอนที่ 1 - 4 ไปจนครบรอบการฝึกตัวแบบ (จํานวน 500 epoch)   เห็นได้ว่า
วิธี “fit-generator method”  จะสับเปลี่ยนชุดข้อมูล (shuffle data) ให้ลําดับข้อมูลไม่เหมือนกัน
ทุกครั้งในทุกรอบการฝึกสอนตัวแบบ   

 
จากกราฟแสดงดังภาพที่ 25 เห็นได้ว่าค่าความแม่นยําในขั้นตอนการทดสอบตัวแบบ 

(Model testing)  (เส้นสีฟ้า) มีค่าความแม่นยําที่สูงกว่าในขั้นตอนการฝึกสอนตัวแบบ (Model 
training)  (เส้นสีแดง) ในรอบการทดสอบช่วงแรก ๆ ถึงประมาณช่วงที่ 200 และตั้งแต่ช่วงที่ 200 
เป็นต้นไปค่าความแม่นยําในขั้นตอนการทดสอบตัวแบบ (Model testing) จะค่อย ๆ คงที่  แต่ก็ให้ค่า
ความแม่นยําของตัวแบบในขั้นตอนการฝึกสอนและขั้นตอนทดสอบตัวแบบที่สูงกว่า MCR-NF  
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3) ประสิทธิภาพเชิงเวลาและค่าความแม่นยําของตัวแบบ MCR-CG 
 

 
ภาพที่ 26 ประสิทธิภาพเชิงเวลาและค่าความแม่นยําของตัวแบบ MCR-CG 
 

จากขั้นตอนการทํางานตัวแบบ “MCR-CG” แสดงดังกราฟภาพที่ 26 เริ่มจากส่วนของ 
“Model building” จะติดต่อกับ “Generator data module” เพื่อเตรียมชุดข้อมูลสําหรับการ
ฝึกสอนตัวแบบ  โดย “Generator data module” จะไปดึงข้อมูลจาก “Hadoop cluster” และนํา
ข้อมูลที่ได้ไปเก็บไว้ที่ “RAM” และ “Model building” จะเรียกวิธี “fit-generator method” ให้
ทํางาน โดยทําซ้ําในขั้นตอนที่ 1 - 4 ไปจนครบรอบการฝึกตัวแบบ (จํานวน 500 epoch)  เห็นได้ว่า
วิธี “fit-generator method”  จะสับเปลี่ยนชุดข้อมูล (shuffle data) ให้ลําดับข้อมูลไม่เหมือนกัน
ทุกครั้งในทุกรอบการฝึกสอนตัวแบบ  และด้วยการจัดเก็บข้อมูลไว้ใน Hadoop cluster จึงส่งผลดีใน
เรื่องการบริหารจัดการข้อมูลภายในคลัสเตอริ่ง (Clustering) และการขยายขนาดแบบแนวโดยที่ไม่
กระทบต่อระบบ 

จากกราฟแสดงดังภาพที่ 26 เห็นได้ว่าค่าความแม่นยําในขั้นตอนการทดสอบตัวแบบ 
(Model testing)  (เส้นสีเขียว) มีค่าความแม่นยําที่สูงกว่าในขั้นตอนการฝึกสอนตัวแบบ (Model 
training)  (เส้นสีชมพู) ในรอบการทดสอบช่วงแรก ๆ ถึงประมาณช่วงที่ 200 และตั้งแต่ช่วงที่ 200 
เป็นต้นไปค่าความแม่นยําในขั้นตอนการทดสอบตัวแบบ (Model testing) จะค่อย ๆ คงที่   แต่ก็ให้
ค่าความแม่นยําของตัวแบบในขั้นตอนการฝึกสอนและขั้นตอนทดสอบตัวแบบที่สูงที่สุดกว่าทั้งแบบ  
MCR-NF และ MCR-NG  

จากตารางที่ 18 พิจารณาประสิทธิภาพด้านความแม่นยําของตัวแบบ พบว่าช่วง epoch ที่ 
301 - 350 ให้ค่าความแม่นยํา ที่ 69.785 , 72.526 และ 75.861 ตามลําดับ  โดยค่าความแม่นยําที่ดี
ที่สุดได้จากตัวแบบ MCR-CG สูงถึง  75.861 เนื่องจากตัวแบบ MCR-CG  ถูกฝึกสอนด้วยวิธี “fit-
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generator method”  ซึ่งจะมีกระบวนการนําเข้าข้อมูลจาก “Hadoop cluster”  และทําการ
สับเปลี่ยน (Shuffle) ชุดข้อมูลทุกครั้งในทุกรอบการฝึกสอนตัวแบบ จึงส่งผลทําให้ประสิทธิภาพของ
ตัวแบบ MCR-CG สูงกว่า MCR-NF และ MCR-NG 

จากตารางที่ 19 เมื่อพิจารณาประสิทธิภาพเชิงเวลาของตัวแบบ พบว่าช่วง epoch ที่ 301 - 
350 ตัวแบบ MCR-NF, MCR-NG และ MCR-CG มีค่าเวลารวมสะสมในขั้นตอนการฝึกสอนตัวแบบ 
(Model training) เป็น 18:57:24 ชั่วโมง, 17:49:54 ชั่วโมง และ 11:33:12 ชั่วโมง โดยประสิทธิภาพ
เชิงเวลาที่ดีที่สุดคือตัวแบบ MCR-CG ซึ่งเป็นตัวแบบที่ใช้เวลาในขั้นตอนการฝึกสอนตัวแบบ (Model 
training) น้อยที่สุด  และเมื่อเปรียบเทียบประสิทธิภาพเชิงเวลาของตัวแบบ MCR-CG กับ MCR-NF 
และ MCR-NG  พบว่าประสิทธิภาพเชิงเวลาของตัวแบบ  MCR-CG เมื่อเปรียบเทียบกับตัวแบบ MCR-
NF ใช้เวลาน้อยกว่าประมาณ 444 นาที และประสิทธิภาพเชิงเวลาของตัวแบบ MCR-CG เมื่อเทียบ
กับตัวแบบ MCR-NG ใช้เวลาน้อยกว่าประมาณ 376 นาท ี
 ตัวแบบ MCR-CG มีประสิทธิภาพเชิงเวลาและค่าความแม่นยําที่ดีที่สุดเมื่อเทียบกับตัวแบบ 
MCR-NF และ MCR-NG จากกราฟภาพที่ 24 ภาพที่ 25 และภาพที่ 26 แสดงให้เห็นถึงประสิทธิภาพ
ของตัวแบบ ณ ตําแหน่งช่วง epoch ที่ 301 - 350 เป็นจุดที่ดีที่สุดสําหรับการเลือกตัวแบบที่ได้รับ
การฝึกไปใช้งานจริง ซึ่งจะเห็นได้ว่า ณ ตําแหน่ง epoch ที่ 350 ขึ้นไปแนวโน้มของการฝึกตัวแบบจะ
แสดงลักษณะของการเกิด Overfit ที่สูงขึ้น  

สรุปประสิทธิภาพของการพัฒนาระบบแนะนํารายวิชาด้วยขั้นตอนวิธีต่าง ๆ แสดงดังตารางที่ 
20 ตารางที่ 21 และตารางที่ 22 
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ตารางที่ 20 สรุปผลประสิทธภิาพของการแนะนํารายวิชาด้วยขั้นตอนวิธีของกฎความสัมพันธ์ 
(Association rule) แบบ Apriori  

ขั้นตอนวิธี Support Confidence 
Apriori  70.000% 43.500% 

 
ตารางที่ 21 สรุปผลประสิทธภิาพของการแนะนํารายวิชาด้วยขั้นตอนโครงข่ายประสาทเทียมเชิงลึก 
(Deep neural network, DNN)  

ขั้นตอนวิธี Precision Accuracy Recall 

Training Testing Training Testing Training Testing 

DNN 70.04% 22.03% - - - - 

 
ตารางที่ 22 สรุปผลประสิทธภิาพของการแนะนํารายวิชาด้วยขั้นตอนโครงข่ายประสาทเทียมเชิงลึก 
(Deep neural network, DNN) ร่วมกับหน่วยความจําสั้นระยะยาว Long Short-Term Memory 
(LSTM) 

ขั้นตอนวิธี Precision Accuracy Recall 

Training Testing Training Testing Training Testing 

DNN + LSTM 
(MCR-CG) 

75.86% 75.70% 76.00% 76.00% 81.48% 78.85% 

 
 
4.2 ผลการปรับปรุงเทคนิคระบบแนะน ารายวชิาส าหรับข้อมูลขนาดใหญ่ 

ผู้วิจัยเลือกที่จะสร้าง Hadoop cluster ภายในเครื่องเสมือนจริง (Virtual Machine) ขึ้นมา
จํานวน 4 เครื่อง เพื่อใช้เป็นแพลตฟอร์มสําหรับการทดสอบระบบประกอบด้วยโหนดหลัก (Master 
node) จํานวน 1 เครื่อง และมีโหนดรอง (Slave node) จํานวน 3 เครื่อง มีหน่วยประมวลผลเป็น 
Intel(R) Xeon(R) CPU E5-2670 v2 @2.5GHz   รายละเอียดคุณลักษณะของ Hadoop cluster 
แสดงดังตารางที่ 23  
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ตารางที่ 23  คณุลักษณะของ Hadoop cluster 

Node CPU Memory Disk 

Master Intel ® Xeon ® E5-2650 v2  
2.60 GHz 

16 GB 150 GB 

Slave 1 – Slave 3 CPU 2 core 8 GB 100 GB 

 

จากสถาปัตยกรรมตัวแบบระบบแนะนํารายวิชาที่ได้ออกแบบไว้ มีการใช้ Apache Kafka  
Hadoop cluster สําหรับเป็น storage phase และใช้ตัวแบบโครงข่ายประสาทเทียมเชิงลึก  (Deep 
Neural Network) ร่วมกับ Long Short-Term Memory (LSTM) แสดงดังภาพที่ 27  บนการทํางาน
แบบคลัสเตอริ่ง (Clustering) สําหรับระบบแนะนํารายวิชามีประสิทธิภาพเชิงเวลาและค่าความ
แม่นยําสูงที่สุด 
 

 
ภาพที่ 27 สถาปัตยกรรมตัวแบบระบบแนะนํารายวิชาที่ผู้วิจัยนําเสนอ 

 
ผลการพัฒนาตัวแบบด้วยโคร่งข่ายประสาทเทียมเชิงลึก (Deep neural network, DNN) 

ร่วมกับหน่วยความจําสั้นระยะยาว Long Short-Term Memory (LSTM)  กับการทํางานแบบคลัส
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เตอริ่ง (Clustering)  ที่ฝึกสอนด้วยวิธี fit-generator ผลการวิจัยแสดงให้เห็นว่าตัวแบบ MCR-CG มี
ประสิทธิภาพเชิงเวลาและค่าความถูกต้องที่ดีที่สุดเมื่อเทียบกับตัวแบบ MCR-NF และ MCR-NG โดย
การทดสอบกับข้อมูลจริงของ Harvard and MIT published the edX  ประสิทธิภาพเชิงด้านความ
ถูกต้องพบว่าในขั้นตอนการฝึกสอนตัวแบบ (Model training) ให้ค่าความถูกต้องสูงถึง 75.9%  และ
ในขั้นตอนการทดสอบตัวแบบ (Model testing) ให้ค่าความถูกต้องสูงถึ ง 75.7%  สําหรับ
ประสิทธิภาพเชิงเวลาพบว่าในขั้นตอนการฝึกสอนตัวแบบ (Model training)   MCR-CG ใช้เวลาน้อย
กว่าประมาณ 444 นาทีเมื่อเปรียบเทียบกบัตัวแบบ MCR-NF  และตัวแบบ MCR-CG ใช้เวลาน้อยกว่า
ประมาณ 376 นาทีเมื่อเทียบกับตัวแบบ MCR-NG ด้วยความสามารถของ Long Short-Term 
Memory (LSTM) ในการคํานวณผลลัพธ์ที่ได้โดยคํานวณจากโหนดก่อนหน้าแล้วส่งต่อเป็นข้อมูลเข้า
ของโหนดถัดไป ทําให้ Long Short-Term Memory (LSTM)  สามารถนําข้อมูลก่อนหน้า (ข้อมูลใน
อดีต) มาใช้ในการทํานายสิ่งที่อาจจะเกิดขึ้นในอนาคตได้  และการใช้การฝึกสอนตัวแบบด้วยวิธี “fit-
generator” ที่ทํางานร่วมกับ Hadoop cluster  ทําให้ข้อมูลเข้ามีการสับเปลี่ยน (Shuffle) ของชุด
ข้อมูลทุกครั้งในทุกรอบการฝึกสอนตัวแบบ  จึงส่งผลทําให้ประสิทธิภาพของตัวแบบ MCR-CG ดีกว่า
แบบอื่น ๆ และเป็นแนวทางที่ดีสําหรับการพัฒนาตัวแบบระบบคําแนะนํารายวิชา  และที่สําคัญ  
MCR-CG ยังสามารถรองรับการปรับเพิ่มขนาดของพื้นที่การจัดเก็บข้อมูลในรูปแบบแนวนอน (Scale-
out) ได้ และรองรับกับข้อมูลที่มีขนาดใหญ่ได ้

 



  73 

 
ภาพที่ 28 ตัวแบบระบบแนะนํารายวิชาโดยใช้โครงข่ายประสาทเทียมเชงิลึก  (Deep Neural 
Network) ร่วมกับ Long Short-Term Memory (LSTM) 
 
4.3 ผลการพัฒนาตัวแบบระบบแนะน ารายวชิา 

จากการพัฒนาตัวแบบระบบแนะนํารายวิชาในรายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs) 
ให้กับผู้เรียน พบว่าการใช้โครงข่ายประสาทเทียมเชิงลึก  (Deep Neural Network) ร่วมกับ Long 
Short-Term Memory (LSTM) บนการทํางานแบบคลัสเตอริ่ง (Clustering) แสดงสถาปัตยกรรม
และขั้นตอนการประมวลผลข้อมูลตัวแบบแสดงดัง รายละเอียดดังนี ้
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ภาพที่ 29 สถาปัตยกรรมและขั้นตอนการประมวลผลข้อมูลตัวแบบระบบแนะนํารายวิชาในรายวิชา
ออนไลน์แบบเปิดสู่มวลชน (MOOCs) 

4.3.1 ขั้นตอนการนําเข้าข้อมูลจากระบบ MOCC ต่าง ๆ ผู้วิจัยเลือกใช้ Apache Kafka เป็น
เครื่องมือสําหรับดําเนินการกลไกการนําเข้าสกัดและส่งต่อข้อมูล (Extract-Transform-Load : ETL) 
เพื่อจัดเก็บบนระบบ Hadoop HDFS ซึ่งใช้ YARN และ Apache Spark เป็นเครื่องมือสําหรับการ
ประมวลผลข้อมูลแบบ Real-time ด้านการจัดการบันทึกข้อมูลตามโครงสร้างที่กําหนดบนระบบ 
Hadoop Cluster ในรูปแบบ HDFS และข้อมูลที่จัดเก็บใน HDFS จะถูกเรียกใช้งานด้วยโปรแกรม
ภาษา python เพื่อนําไปใช้สําหรับขั้นตอนการฝึกสอนและทดสอบตัวแบบระบบแนะนํารายวิชา 

4.3.2 สําหรับขั้นตอนนี้จะนําข้อมูลจาก HDFS และดําเนินการจัดเตรียมข้อมูลแสดงดังภาพที่ 
32 สําหรับส่งต่อเพื่อใช้งานขั้นตอนฝึกสอนและทดสอบตัวแบบ โดยใช้โปรแกรมภาษา Python 
ร่วมกับ Keras framework เป็นเครื่องมือสร้างตัวแบบแสดงตัวอย่างชุดคําสั่งของโปรแกรมดังภาพที่ 
28 โดยใช้ TensorFlow เป็นเครื่องมือการบริหารจัดการการเรียนรู้ของเครื่องเพ่ือฝึกสอนและทดสอบ
ตัวแบบระบบแนะนํารายวิชา 
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4.3.3 จากภาพที่ 29 แสดงตัวแบบระบบแนะนํารายวิชาโดยใช้โครงข่ายประสาทเทียมเชิงลึก 
(Deep Neural Network)  ร่วมกับ Long Short-Term Memory (LSTM) ส่วนของข้อมูลนําเข้าคือ 
ประวัติผู้เรียน (User profile) และการเรียนรู้ของผู้เรียน (Course learning)  เข้าสู่กระบวนการ
เตรียมข้อมูล ส่งต่อไปยัง Input layer ขนาด 5 x 12  ส่งต่อไปยัง Flatten layer ขนาด 1 x 60 ส่ง
ต่อไปยัง Embedding layer ขนาด 60 x 200 ส่งต่อไปยัง Dense layer ที่ 1 – 5 เข้าสู่ Long Short-
Term Memory (LSTM) unit = 500 ส่งต่อไปยัง Dense layer ที่ 6 – 9 แล้วส่งออกไป Output 
layer ขนาด 1 x 13  

 
(a) โครงสร้างตาราง User Profile แสดงการจดัเก็บข้อมูลผู้เรียน u0 – u9 

 

 
(b) โครงสร้างตาราง Course Learning แสดงการจัดเก็บข้อมูลรายวิชาของผู้เรียน u0 – u9 
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(c) โครงสร้างตารางข้อมูลสําหรับส่งเข้าสู่ช้ัน Input Layer ของตัวแบบระบบแนะนํารายวิชา 
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(d) โครงสร้างตารางข้อมูลสําหรับส่งเข้าสู่ช้ัน Input Layer ของตัวแบบระบบแนะนํารายวิชา 

ภาพที่ 30 โครงสร้างตารางข้อมูล User Profile และ Course Learning บน HDFS สําหรับการ
ประมวลผลข้อมูลเพื่อส่งต่อขั้นตอนฝึกสอนและทดสอบตวัแบบระบบแนะนํารายวิชา 

 
โดยกําหนดค่า Hyper parameter ต่าง ๆ ดังนี้ Optimizer เป็น Nadam, learning rate 

เป็น 1e-6, epsilon เป็น 1e-17, lose function เป็น “SparseCategoricalCrossentropy” แสดง
ชุดคําสั่งโปรแกรมดังภาพที่ 31 - ภาพที่ 32 
 



  78 

 
ภาพที่ 31 ชุดคําสั่งโปรแกรมภาษา Python ใช้ Keras framework สร้างตัวแบบระบบแนะนํา
รายวิชา 
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ภาพที่ 32 ชุดคําสั่งโปรแกรมฝึกสอนและทดสอบตัวแบบระบบแนะนํารายวิชาด้วย TensorFlow 

 
 
 



 

บทที่ 5 
สรุปผลการด าเนนิการวิจัย 

 
 ตามที่ผู้วิจัยได้นําเสนอแนวทางการพัฒนาระบบแนะนํารายวิชาสําหรับรายวิชาออนไลน์แบบ
เปิดสู่มวลชน (MOOCs) ด้วยเทคนิคข้อมูลขนาดใหญ่ โดยวัตถุประสงค์ ดังน้ี 

1) เพื่อศึกษาขั้นตอนวิธีที่เหมาะสมสําหรับนําไปสร้างตัวแบบระบบแนะนํารายวิชาใน
รายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs) ด้วยเทคนิคข้อมูลขนาดใหญ่ (Big Data) 

2) เพื่อปรับปรุงเทคนิคระบบแนะนํารายวิชาสําหรับข้อมูลขนาดใหญ่ (Big Data) ให้
เหมาะสมและมีประสิทธิภาพ เช่น ลดเวลาในการทํางาน หรือมีความแม่นยํา 

3) เพื่อพัฒนาตัวแบบระบบแนะนํารายวิชาในรายวิชาออนไลน์แบบเปิดสู่มวลชน 
(MOOCs) ให้กับผู้เรียน 

 
5.1 สรุปผลการวิจยั 

รายวิชาออนไลน์แบบเปิดสู่มวลชน (Massive Open Online Courses, MOOCs) คือ
นวัตกรรมการศึกษาแบบเสรี ผู้คนทั่วโลกให้ความสนใจและเข้าเรียนใน MOOCs เป็นจํานวนมาก โดย
นับตั้งแต่ปี 2012 ที่ MOOCs เปิดตัวขึ้นเป็นครั้งแรกจนถึงปัจจุบันมีจํานวนผู้เรียนหลายล้านคน มี
รายวิชามากกว่าหนึ่งหมื่นรายวิชา แต่เมื่อรายวิชามีจํานวนเพิ่มมากขึ้นก่อให้เกิดปัญหาการเผชิญกับ
ข้อมูลมหาศาล ซึ่งไม่สามารถจัดการกับข้อมูลและใช้ข้อมูลเหล่านั้นให้เกิดประโยชน์ได้ ผู้ใช้งาน
บางส่วนไม่เข้าใจข้อมูลรายวิชา เนื่องจากประสบการณ์ในการเรียนหรือระดับความรู้ความเข้าใจที่ไม่
มากพอ และปัญหาการเรียนการสอนในรายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs) คือมีอัตราการ
หยุดเรียนสูงมากส่วนหนึ่งอาจเนื่องจากเนื้อหาที่นําเสนอไม่ตรงกับที่ผู้เรียนต้องการหรือปัญหาในการ
กํากับตนเองของผู้เรียน หรือแม้กระทั่งการเรียนการสอนในระบบชั้นเรียนปกติผู้เรียนต้องเผชิญกับ
ข้อมูลรายวิชาที่มากเกินไปทําให้ยากในการตัดสินใจเลือกเรียน  

MOOCs เป็นหนึ่งในความท้าทายบนข้อมูลขนาดใหญ่ (Big Data) เช่นเดียวกัน เนื่องจาก
คุณลักษณะของข้อมูลขนาดใหญ่ที่ข้อมูลมีปริมาณมาก (Volume) ข้อมูลมีรูปแบบที่หลากหลาย 
(Variety) และข้อมูลมีการเปลี่ยนแปลงตลอดเวลาและรวดเร็ว (Velocity) เช่น ข้อมูลการคลิกเล่น
ยกเลิกหรือหยุดวิดีโอของผู้เรียน การจัดเก็บข้อมูล การประมวลผลข้อมูลแบบเดิมไม่สามารถที่จะ
จัดการหรือวิเคราะห์ได้อย่างมีประสิทธิภาพ  จากอัตราการเพิ่มขึ้นของข้อมูลเป็นไปอย่างรวดเร็วเป็น
สาเหตุทําให้การประมวลผลเป็นไปได้อย่างยากลําบากจึงต้องหาวิธีประมวลผลข้อมูลให้มีผลดีและ
ถูกต้องเพื่อหาผลลัพธ์ที่ต้องการ โดยเฉพาะการตัดสินใจเลือกสิ่งของต่าง ๆ เป็นสิ่งที่ต้องอาศัย
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ประสบการณ์ ความรู้ เวลา หรือปัจจัยอื่น ๆ เข้ามาช่วยพิจารณา ซึ่งจะเห็นได้ว่าระบบแนะนํา (RS) 
เข้ามามีบทบาทในชีวิตของมนุษย์มากยิ่งขึ้นช่วยอํานวยความสะดวกให้การค้นหาแคบลงและสะดวก
รวดเร็ว  

จากการศึกษาขั้นตอนวิธีที่เหมาะสมสําหรับนําไปสร้างตัวแบบระบบแนะนํารายวิชาใน
รายวิชาออนไลน์แบบเปิดสู่มวลชน (MOOCs) ด้วยเทคนิคข้อมูลขนาดใหญ่ (Big Data) นั้น ผู้วิจัย
ศึกษางานวิจัยที่เกี่ยวข้องพบว่ามีขั้นตอนวิธีมากมายหลากหลาย ซึ่งแต่ละวิธีมีข้อดีและข้อบกพร่อง
แตกต่างกันไป ดังนั้นจึงเลือกศึกษาขั้นตอนวิธีจํานวน 3 วิธี ได้แก่ 1) กฎความสัมพันธ์ (Association 
rule)  2) โคร่งข่ายประสาทเทียมเชิงลึก (Deep neural network, DNN) และ 3) โคร่งข่ายประสาท
เทียมเชิงลึก (Deep neural network, DNN) ร่วมกับหน่วยความจําสั้นระยะยาว Long Short-Term 
Memory (LSTM) และที่สําคัญการออกแบบสถาปัตยกรรมที่สามารถรองรับการจัดเก็บและการ
ประมวลผลข้อมูลขนาดใหญ่ได้นั้นต้องอาศัยเทคโนโลยีสําหรับข้อมูลขนาดใหญ่ 

สถาปัตยกรรมที่สามารถรองรับการจัดเก็บและการประมวลผลข้อมูลขนาดใหญ่ได้นั้นต้อง
อาศัยเทคโนโลยีสําหรับข้อมูลขนาดใหญ่  ดังนั้นผู้วิจัยเลือกใช้ Apache Platform ซึ่งเป็น software 
framework สามารถจัดการกับชุดข้อมูลขนาดใหญ่ (large dataset ) และมีการประมวลผลแบบ
กระจาย (distributed processing) บนเครื่องคอมพิวเตอร์ที่เชื่อมต่อกันเป็นกลุ่ม (cluster) ข้อมูล
ที่มาจากแต่ละ MOOCs จะถูกจัดเก็บไว้ในรูปแบบบล็อกโดยมี Hadoop Distributed File System 
(HDFS) เป็นส่วนของระบบจัดการไฟล์ (File System) เพื่อให้ข้อมูลกระจายไปอยู่ตามเครื่อง
คอมพิวเตอร์หรือโหนดในระบบได้อย่างถูกต้อง และเพื่อป้องกันการเกิดปัญหาข้อผิดพลาดที่ทําให้
ข้อมูลเสียหาย ตามสถาปัตยกรรมที่ผู้วิจัยได้ออกแบบไว้หากมีข้อมูลเพิ่มขึ้น ก็สามารถเพิ่มโหนดเก็บ
ข้อมูลได้อย่างต่อเนื่องโดยไม่กระทบต่อระบบซึ่งเป็นลักษณะของการ Scale out  มีการเลือกใช้ 
Apache Kafka ในการรับส่งข้อมูลแบบเรียลไทม์ Apache Kafka เป็นแพลตฟอร์มสตรีมมิ่งแบบ
กระจาย (distributed streaming platform) หรือ Message Broker ที่สามารถจัดการกับข้อมูลที่
ถูกสร้างขึ้นอย่างต่อเนื่องจากแหล่งข้อมูลจํานวนมาก (Streaming Data)  

ผลการพัฒนาตัวแบบด้วยโคร่งข่ายประสาทเทียมเชิงลึก (Deep neural network, DNN) 
ร่วมกับหน่วยความจําสั้นระยะยาว Long Short-Term Memory (LSTM) กับการทํางานแบบคลัสเต
อริ่ง (Clustering)  ที่ฝึกสอนด้วยวิธี fit-generator ผลการวิจัยแสดงให้เห็นว่าตัวแบบ MCR-CG มี
ประสิทธิภาพเชิงเวลาและค่าความถูกต้องที่ดีที่สุดเมื่อเทียบกับตัวแบบ MCR-NF และ MCR-NG โดย
การทดสอบกับข้อมูลจริงของ Harvard and MIT published the edX  ประสิทธิภาพเชิงด้านความ
ถูกต้องพบว่าในขั้นตอนการฝึกสอนตัวแบบ (Model training) ให้ค่าความถูกต้องสูงถึง 75.9%  และ
ในขั้นตอนการทดสอบตัวแบบ (Model testing) ให้ค่าความถูกต้องสูงถึ ง 75.7%  สําหรับ
ประสิทธิภาพเชิงเวลาพบว่าในขั้นตอนการฝึกสอนตัวแบบ (Model training)   MCR-CG ใช้เวลาน้อย
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กว่าประมาณ 444 นาทีเมื่อเปรียบเทียบกับตัวแบบ MCR-NF  และตัวแบบ MCR-CG ใช้เวลาน้อยกว่า
ประมาณ 376 นาทีเมื่อเทียบกับตัวแบบ MCR-NG ด้วยความสามารถของ Long Short-Term 
Memory (LSTM) ในการคํานวณผลลัพธ์ที่ได้โดยคํานวณจากโหนดก่อนหน้าแล้วส่งต่อเป็นข้อมูลเข้า
ของโหนดถัดไป ทําให้ Long Short-Term Memory (LSTM)  สามารถนําข้อมูลก่อนหน้า (ข้อมูลใน
อดีต) มาใช้ในการทํานายสิ่งที่อาจจะเกิดขึ้นในอนาคตได้  และการใช้การฝึกสอนตัวแบบด้วยวิธี “fit-
generator” ที่ทํางานร่วมกับ Hadoop cluster  ทําให้ข้อมูลเข้ามีการสับเปลี่ยน (Shuffle) ของชุด
ข้อมูลทุกครั้งในทุกรอบการฝึกสอนตัวแบบ  จึงส่งผลทําให้ประสิทธิภาพของตัวแบบ MCR-CG ดีกว่า
แบบอื่น ๆ และเป็นแนวทางที่ดีสําหรับการพัฒนาตัวแบบระบบคําแนะนํารายวิชา  และที่สําคัญ  
MCR-CG ยังสามารถรองรับการปรับเพิ่มขนาดของพื้นที่การจัดเก็บข้อมูลในรูปแบบแนวนอน (Scale-
out) ได้ และรองรับกับข้อมลูที่มีขนาดใหญ่ได้ 

 
5.1.1 สรุปสถาปัตยกรรมระบบแนะน ารายวิชา 

การใช้ Apache Platform เป็น software framework สําหรับจัดการกับชุดข้อมูล
ขนาดใหญ่ (large dataset ) สามารถดําเนินการได้เป็นอย่างดีสําหรับข้อมูลขนาดใหญ่อย่างข้อมูล  
MOOCs โดยข้อมูลถูกจัดเก็บไว้ในรูปแบบบล็อก ซึ่งมี Hadoop Distributed File System (HDFS) 
เป็นส่วนของระบบจัดการไฟล์ (File System) มีการใช้ Apache Kafka ในการรับส่งข้อมูลแบบ
เรียลไทม์ Apache Kafka ทําให้สามารถจัดการกับข้อมูลที่ถูกสร้างขึ้นอย่างต่อเนื่องจากแหล่งข้อมูล
จํานวนมาก (Streaming Data) ที่มาจากหลากหลาย MOOCs 

 
5.1.2 สรุป Hyperparameter ที่ส่งผลต่อตัวแบบระบบแนะน ารายวิชา 

1) Learning rate เป็น hyperparameter ที่ใช้ในการกําหนดขนาดของการ
ไต่เขา (ใช้ gradient เพื่อกําหนดทิศทาง) จากการวิจัยพบว่า Learning rate เป็นส่วนสําคัญอันดับต้น 
ๆ ในการเทรนตัวแบบ โดยยิ่ง learning rate มาก ๆ ยิ่งช่วยทําให้โมเดลไต่ไปยังเป้าหมายได้เร็วขึ้น 
แต่ถ้า learning rate มากเกินไปทําให้การไต่เขาของตัวแบบกระโดดไปกระโดดมาในบางครั้งอาจจะ
ทําให้หลุดไปจากเป้าหมายที่ต้องการ ถ้า learning rate น้อยเกินไปทําให้การไต่เขาของตัวแบบ
เป็นไปช้ามากจนอาจจะไม่ถึงเป้าหมายที่ต้องการในเวลาที่กําหนด ดังนั้นการปรับ learning rate เป็น
ขั้นตอนสําคัญในการเทรนตัวแบบ ทั้งนี้ learning rate ที่เหมาะสมก็ขึ้นอยู่กับทั้ง loss function , ตัว
แบบและข้อมูลที่ใช้ฝึกสอน ฉะนั้นงานวิจัยนี้ใช้กําหนดค่าเริ่มต้นให้กับ learning rate เป็น 1e-6 ซึ่ง
เป็นค่าที่เหมาะสมสําหรับตัวแบบระบบแนะนํารายวิชา 
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2) Optimizer เป็นฟังก์ชันทางคณิตศาสตร์ (หรือขั้นตอนวิธี) เป็นตัวช่วยลด
ค่า Loss หรือ Error ทําให้ตัวแบบมีประสิทธิภาพที่ดีขึ้น ฉะนั้นงานวิจัยน้ีใช้ Optimizer แบบ Nadam 
(Nesterov Accelerated Adaptive Moment Estimator)  

3) epochs คือ จํานวนรอบการทําการเรียนรู้ จากผลการวิจัยพบว่าช่วงของ
ค่าที่เหมาะสมคือ 301 – 350  

4) epsilon คือ ค่าคงที่ขนาดเล็กสําหรับความเสถียรเชิงตัวเลข  จาก
ผลการวิจัยพบว่ากําหนดค่าเริ่มต้นเป็น 1e-17 เป็นค่าที่เหมาะสมสําหรับตัวแบบ 

5) ผู้วิจัยเลือกใช้ Sparse Categorical Cross Entropy เป็น lose function 
เพราะเหมาะใช้ในการแก้ปัญหาที่มีผลเฉลยหรือ Label จํานวนมาก และเหมาะกับการนําไปใช้
แก้ปัญหาประเภท Classification  ซึ่งโดยปกติในการสร้างตัวแบบแบบ Multi-Class Classification 
จะต้องคอนฟิก Loss Function เป็น Categorical Crossentropy Loss แต่สําหรับปัญหาบางปัญหา
ที่มีผลเฉลย (Label) จํานวนมาก ๆ การเข้ารหัสผลเฉลยแบบ One-hot Encoding เพื่อสร้างการแจก
แจงความน่ า จะ เป็ นจะทํ า ให้ สิ้ น เ ปลื อ งหน่ ว ยความจํ า  ( Memory) Sparse Categorical 
Crossentropy สามารถแก้ปัญหานี้ได้โดยไม่ต้องสร้างผลเฉลยแบบ One-hot Encoding แต่ยังคงมี
การคํานวนค่า Cross-entropy ได้ เหมือนเดิม ซึ่ ง ในการคอนฟิกตัวแบบให้ ใช้งาน Sparse 
Categorical Crossentropy Loss ยังคงใช้ Activate Function เป็น Softmax ที่ Output Layer 
เช่นเดิม 
 
5.2 การเตรียมความพร้อมส าหรับน าระบบไปใช้งาน 

5.2.1 ความพร้อมด้านทรัพยากร 
1) ระบบเครือข่าย 

ระบบเครือข่ายที่สามารถแบ่งโซนการสื่อสารได้เป็นการสื่อสาร
ผ่านอินเทอร์เน็ตและเครือข่ายท้องถิ่น (LAN) ได ้สําหรับ 

- การสื่อสารผ่านอินเทอร์เน็ตที่ความเร็วรับและส่งไม่น้อยกว่า 500 
Mbps เพื่อใช้สําหรับถ่ายโอนข้อมูลจากแหล่งข้อมูล MOOCs ต่าง ๆ มายังขั้นตอน Data Ingestion 
ดังรูปที่... 

- เครือข่ายท้องถิ่นที่ความเร็วรับและส่งไม่น้อยกว่า 1 Gbps เพื่อ
ใช้สําหรับการสื่อสารและถ่ายโอนข้อมูลของระบบบนเครื่องคอมพิวเตอร์แม่ข่ายที่ทําหน้าที่เก็บข้อมูล
และประมวลผลข้อมูลผล 
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2) เครื่องคอมพิวเตอร์แม่ข่าย 

- เครื่องคอมพิวเตอร์แม่ข่ายสําหรับเก็บข้อมูล จํานวนไม่น้อยกว่า 
3  เครื่ อ ง  มี หน่ วยประมวลผล Intel(R) Xeon(R) CPU E5-1650 0 @ 3.20GHz, 6 core และ
หน่วยความจําไม่น้อยกว่า 32 GB  พร้อมติดตั้ง Apache Hadoop  

- เครื่องคอมพิวเตอร์แม่ข่ายสําหรับประมวลผลข้อมูล จํานวน 1 
เ ค รื่ อ ง  มี ห น่ ว ยป ร ะม วล ผ ล  Intel(R) Xeon(R) CPU E5-1650 0 @ 3.20GHz, 6 core แ ล ะ
หน่วยความจําไม่น้อยกว่า 64 GB  มีการ์ดหน่วยประมวลผลด้านกราฟฟิก (GPU) GEFORCE RTX 
2080 Ti เป็นอย่างน้อย พร้อมติดต้ัง Docker, Python, TensorFlow และ Keras 
 

5.2.2 ความรู้ทางด้านเครือข่ายคอมพิวเตอร์และเฟรมเวิร์คส าหรับตัวแบบ 
1) ความรู้ทางด้านเครือข่ายคอมพิวเตอร์ 

- การติดตั้งระบบปฏิบัติ Linux และ Docker container 

- กา รตั้ ง ค่ า  IP address และก า รแบ่ ง เ ค รื อ ข่ า ยย่ อ ยบน
ระบบปฏิบัติการ Linux สําหรับเครื่องคอมพิวเตอร์แม่ข่ายสําหรับเก็บข้อมูล และเครื่องคอมพิวเตอร์
แม่ข่ายสําหรับประมวลผลข้อมูล  

2) ความรู้ทางด้านเฟรมเวิร์คสําหรับตัวแบบ 

- การติดตั้ ง โปรแกรม  Docker, Python, TensorFlow และ 
Keras 

 

5.3 การน าสถาปัตยกรรมระบบและตัวแบบระบบแนะน ารายวิชาไปใช ้

1) สถาปัตยกรรมระบบแนะนํารายวิชาและตัวแบบระบบแนะนํารายวิชาที่ผู้วิจัยได้นําเสนอนั้น
สามารถนําไปใช้กับ Learning platform เช่น Open EdX platform, Moodle หรือ Learning 
platform ที่มีการจัดเก็บข้อมูลแอตทริบิวต์ตามตัวแบบที่ผู้วิจัยนําเสนอ ได้แก่ โดยมีผลลัพธ์ของ
ระบบแนะนํารายวิชาไม่เกิน 13 รายวิชา ผู้วิจัยแนะนําสําหรับการนําตัวแบบไปใช้โดยตรงไม่มีการ
ปรับหรือแก้ไขในส่วนของ input layer และ output layer ของตัวแบบ 

2)  สําหรับระบบแนะนําแบบอื่น ๆ เช่น ระบบแนะนําโรงแรม ระบบแนะนําภาพยนตร์ ระบบ
แนะนําสถานที่ท่องเที่ยว มีแนวโน้มที่สามารถนําสถาปัตยกรรมระบบแนะนํารายวิชาและตัวแบบ
ระบบแนะนํารายวิชาไปประยุกต์หรือพัฒนาต่อได้ เนื่องจากตัวแบบนี้มีการแบ่งชุดข้อมูลเข้าออกเป็น 
สองกลุ่ม คือ User Profile และ Course Learning โดยที่ User Profile เป็นข้อมูลแบบทั่วไปที่มีใน
ทุกระบบ แต่สําหรับข้อมูล Course Learning จะมีการปรับเปลี่ยนประเภทของแอตทริบิวต์ข้อมูลไป
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ตามระบบแนะนําแบบต่าง ๆ ซึ่งสามารถที่จะปรับลดหรือเพิ่มเติมแอตทริบิวต์ได้ โดยที่ส่วนสําคัญของ
ตัวแบบไม่มีการเปลี่ยนแปลง เช่นเดียวกับส่วนของผลลัพธ์ก็สามารถที่จะปรับลดหรือเพิ่มเติมได้ โดย
การเทรนตัวแบบใหม่ 
 
5.4 ข้อเสนอแนะ 

จากการวิจัยเพื่อพัฒนาระบบแนะนํารายวิชาสําหรับรายวิชาออนไลน์แบบเปิดสู่มวลชนด้วย
เทคนิคข้อมูลขนาดใหญ่นั้น ผู้วิจัยใช้ข้อมูล MITx and HarvardX  ซึ่งถูกเผยแพร่แบบสาธารณะและ
สนับสนุนให้นักวิจัยสามารถนําไปใช้เพื่อการวิจัยได้ ชุดข้อมูลชื่อ  “The HarvardX-MITx Person-
Course Academic Year 2013 De-Identified dataset รุ่น 2.0” [21]   แต่ด้วยข้อมูลดังกล่าวเป็น
ข้อมูลบนบริบทของชาวต่างชาติ ดังนั้นหากนําตัวแบบระบบแนะนํารายวิชาฯ ที่ผู้วิจัยได้เสนอนั้น หาก
นํามาใช้จริงบนบริบทของประชาชนชาวไทย อาจต้องมีการปรับค่าพารามิเตอร์ (Parameter) ต่าง ๆ 
ของตัวแบบ เพ่ือให้ตัวแบบมีประสิทธิภาพถูกต้องแม่นยําและเหมาะสมกับบริบทของคนไทย 

 
5.5 ข้อจ ากัดของตัวแบบระบบแนะน ารายวชิา 

ตัวแบบระบบแนะนํารายวิชาที่ผู้วิจัยได้พัฒนาขึ้นนั้น ไม่รองรับเงื่อนไขต่าง ๆ ดังนี ้
1) กรณีที่มีข้อกําหนดหรือเงื่อนไขของการเรียนรายวิชาต่าง ๆ เช่น ผู้เรียนต้องลงทะเบียน

รายวิชาการเขียนโปรแกรมเบื้องต้น (Fundamental Programming) ก่อนจึงจะสามารถลงทะเบียน
รายวิชาโครงสร้างข้อมูล (Data Structures) ได้ หรือผู้เรียนต้องลงทะเบียนรายวิชาการเขียน
โปรแกรมเบื้องต้น (Fundamental Programming)  และการเขียนโปรแกรมขั้นสูง  (Advance 
Programming) ก่อนจึงจะสามารถลงทะเบียนรายวิชาขั้นตอนวิธี (Algorithms) ได ้ 

 รายวิชาที่เขียนเป็นตัวอย่างข้างต้นนั้น ผู้วิจัยเลือกเป็นวิชาที่เกี่ยวกับคอมพิวเตอร์ 
เนื่องจากผู้วิจัยศึกษาอยู่ในภาควิชาคอมพิวเตอร์ และน่าจะเป็นประโยชน์ส าหรับนักศึกษาภาค
คอมพิวเตอร์ที่สนใจงานวิจัยเรื่องนี้ และต้องการต่อยอดงานวิจัยเพิ่มเติม จะท าให้เกิดความเข้าใจได้
อย่างรวดเร็ว  

2) กรณีที่มีข้อกําหนดหรือเงื่อนไขของการเรียนรายวิชาต่าง ๆ เช่น ผู้เรียนต้องผ่านรายวิชา
การเขียนโปรแกรมเบื้องต้น  (Fundamental Programming)  อย่างน้อย 80% จึงจะสามารถ
ลงทะเบียนรายวิชาโครงสร้างข้อมูล (Data Structures)  ได ้

3) กรณีที่ผู้เรียนต้องการเรียนรายวิชาเดิมซ้ํา ระบบจะไม่สามารถสร้างรายการแนะนํา
รายวิชาให้ได้ 
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5.6 ปัญหา และอปุสรรคที่เกิดขึน้กับจากการวจิัย 

1) ข้อมูลผู้เรียนใน MOOCs ถือเป็นข้อมูลส่วนบุคคลและเป็นข้อมูลสําคัญของประเทศนั้น ๆ  จึง
ทําให้การเปิดเผยข้อมูลจํากัดอยู่ในเฉพาะในประเทศของตนเองเท่านั้น สําหรับประเทศไทยก็มี
แพลตฟอร์ม (Platform) ชื่อ Thai MOOC23 เป็นของตนเองเช่นกัน แต่เนื่องด้วยข้อมูลผู้เรียนและ
ข้อมูลพฤติกรรมของผู้เรียนถือเป็นสิทธิ์เฉพาะของหน่วยงานต้นสังกัด Thai MOOC ไม่ได้มีสิทธิใน
ข้อมูลนั้น จึงทําให้ผู้วิจัยไม่สามารถนําข้อมูลดังกล่าวมาวิจัยได ้

2) ข้อมูลที่ผู้วิจัยนํามาใช้ในงานวิจัยเป็นข้อมูลของ MITx and HarvardX  ซึ่งถูกเผยแพร่แบบ
สาธารณะและสนับสนุนให้นักวิจัยสามารถนําไปใช้เพื่อการวิจัยได้ ชุดข้อมูลชื่อ  “The HarvardX-
MITx Person-Course Academic Year 2013 De-Identified dataset รุ่น 2.0” [21]   สร้างขึ้น
เมื่อวันที่ 14 พฤษภาคม พ.ศ.2557  สังเกตได้ว่าข้อมูลดังกล่าวเป็นข้อมูลในช่วงปี  ค.ศ. 2013 และ
นับจากนั้นเป็นต้นไป MOOC แต่ละทีไม่มีการเปิดเผยข้อมูลอีก เนื่องจากข้อมูลดังกล่าวเป็นข้อมูลส่วน
บุคคลและส่วนใหญ่จะอนุญาตให้ใช้วิจัยเฉพาะภายในประเทศของตนเองเท่านั้น 

3) จากปัญหาและอุปสรรคข้อที่  2  และเพื่อให้มีข้อมูลที่เป็นปัจจุบันสําหรับงานวิจัย ผู้วิจัยได้
ติดต่อผู้วิจัยที่วิจัยเกี่ยวกับ MOOCs เช่น ทีมวิจัยของ MIT เพื่อขอข้อมูลผู้เรียนและข้อมูลพฤติกรรม
ของผู้เรียน ผ่านช่องทางไปรษณีย์อิเล็กทรอนิกส์ (e-mail) แต่ไม่ได้รับการติดต่อกลับ อาจเนื่องมาจาก
สาเหตุของ “ความเป็นข้อมูลส่วนบุคคล” และความเป็นข้อมูลเฉพาะของประเทศนั้น ๆ 

 
5.7 แนวทางการวจิัยในอนาคต 

แนวทางการวิจัยในอนาคต ผู้วิจัยมุ่งมั่นที่จะปรับปรุงแนวทางการวิจัยโดยใช้เทคนิค Long 
Short-Term Memory ทํางานร่วมกับคุณลักษณะ (Feature) อื่น ๆ เช่น การใช้คุณลักษณะด้าน
อารมณ์ความรู้สึก (Sentiment) รวมทั้งการหาจุดสมดุล (Optimization) ของตัวแบบ เพื่อให้ทํางาน
ตัวแบบระบบแนะนํารายวิชาสําหรับรายวิชาในรายวิชาออนไลน์แบบเปิดสู่มวลชนภายใต้
สภาพแวดล้อมข้อมูลขนาดใหญ่ทํางานได้อย่างถูกต้องแม่นยํายิ่งขึ้น นอกจากนี้ผู้วิจัยยังตั้งเป้าหมายที่

                                           
23 เป็นแพลตฟอร์ม (Platform) ที่สนับสนุนในด้านการจัดการเรียนการสอนออนไลน์แบบเปิด 
(Thailand Massive Open Online Course) อยู่ภายใต้การกํากับของโครงการพัฒนามหาวิทยาลัย
ไซเบอร์ไทย โดยมีวัตถุประสงค์เพื่อเพิ่มช่องทางการเรียนรู้ที่มีมาตรฐานให้กับประชาชนไทย โดย
สามารถเรียนได้ฟรีและเข้าถึงแหล่งเรียนรู้ได้ทุกที่ทุกเวลาผ่านการจัดการเรียนการสอนออนไลน์ เพื่อ
ส่งเสริมให้ประชาชนไทยเกิด “การเรียนรู้ตลอดชีวิต” (Lifelong Learning) 
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จะนําแนวทางการวิจัยนี้ไปใช้ในด้านศึกษาอย่างจริงจัง เช่น การนํางานวิจัยไปใช้กับหน่วยงานต้น
สังกัดที่ได้ให้ทุนสนับสนุนการศึกษา 
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